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摘 要

摘 要

关键词是快速获取文档主题的重要方式，在信息检索和自然语言处理等领域

均有重要应用。传统的方法仅依靠词汇的统计信息进行推荐，没有考虑文档主题

结构对关键词抽取的影响。本文主要研究考虑文档主题结构的关键词抽取方法。

本文针对文档主题结构在关键词抽取中的重要作用，从四个方面提出考虑文档主

题结构的关键词抽取方法：基于文档内部信息构建主题的关键词抽取，基于隐含

主题模型构建主题的关键词抽取，综合利用隐含主题模型和文档结构的关键词抽

取，以及基于文档与关键词主题一致性的关键词抽取。论文工作包括：

基基基于于于文文文档档档内内内部部部信信信息息息，，，利利利用用用文文文档档档的的的词词词聚聚聚类类类算算算法法法构构构建建建文文文档档档主主主题题题，，，进进进行行行关关关键键键词词词抽抽抽

取取取。。。 该方法仅依靠文档内部信息，通过度量文档中词与词之间的相似度，利用聚

类的方法构建文档主题，并根据不同主题在文档中的重要性，进行关键词抽取。

实验证明，该方法能够在一定程度上发现文档主要话题，并抽取出与文档主题相

关的关键词，提高了关键词对文档主题的覆盖度。

基基基于于于文文文档档档外外外部部部信信信息息息，，，利利利用用用隐隐隐含含含主主主题题题模模模型型型构构构建建建文文文档档档主主主题题题，，，进进进行行行关关关键键键词词词抽抽抽取取取。。。

针对基于文档内部信息通过聚类算法进行关键词抽取受限于文档提供信息不足的

缺点，提出利用机器学习算法中广泛使用的隐含主题模型构建文档主题，进行关

键词抽取。并针对隐含主题模型训练速度较慢的瓶颈，提出了一种高效的并行隐

含主题模型。实验证明，该方法能够更好地构建文档主题，并有效抽取关键词。

综综综合合合利利利用用用隐隐隐含含含主主主题题题模模模型型型和和和文文文档档档结结结构构构信信信息息息，，，进进进行行行关关关键键键词词词抽抽抽取取取。。。 针对隐含主题

模型无法考虑文档结构信息的缺点，提出综合利用隐含主题模型和文档结构信息

的方法――基于主题的随机游走模型――进行关键词抽取。该方法一方面能够通过

隐含主题模型构建文档主题，同时能够通过文档图的随机游走模型考虑文档结构

为关键词抽取提供信息，实验证明，该方法能够综合隐含主题模型和文档结构信

息进行关键词抽取的优势，有效抽取关键词。

基基基于于于文文文档档档与与与关关关键键键词词词主主主题题题一一一致致致性性性的的的前前前提提提，，，提提提出出出基基基于于于机机机器器器翻翻翻译译译模模模型型型的的的关关关键键键词词词抽抽抽

取取取方方方法法法。。。 针对文档和关键词之间存在较大词汇差异的问题，基于文档和关键词主

题一致性的前提，提出利用机器翻译中的词对齐模型计算文档中的词到关键词的

翻译概率，然后进行关键词抽取。实验证明该方法能够有效的建立文档词汇与关

键词之间的语义联系，能够有效推荐关键词。

关键词：语言网络； 自然语言处理； 关键词抽取； 文档主题
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Abstract

Abstract

Keywords are an important way to catch the main idea of a document for human

beings. Automatic keyword extraction plays an important role in information retrieval

and natural language processing, etc. Traditional methods for keyword extraction simply

rank keywords according to the statistical information of words, without considering the

influence of document topic structure to keyword extraction. This thesis focus on the

document topic structure, study the methods to extract keywords by considering docu-

ment topics, including using internal information of documents for keyword extraction,

using external information via latent topic models for keyword extraction, integrating

latent topic models and document structure for keyword extraction, and keyword extrac-

tion based on the topic consistency of documents and keywords. We introduce the four

methods in detail as follows:

Using internal information of documents for keyword extraction. This method

simply uses the internal information of a document. By measuring the semantic relat-

edness between words, we perform clustering for these words, and each cluster can be

regarded as a topic of this document. We select an exemplar word for each cluster. Ac-

tivated by these exemplar words, we extract keywords from the document. This method

can extract keywords based on the topical clusters which make the extracted keywords

have better coverage.

Using latent topic models for keyword extraction. Keyword extraction based on

word clustering falls short because the internal information of a document is not sufficient

to identify the document topics. We thus propose to use latent topic models to build

topics based on large-scale datasets. Moreover, we propose a parallel algorithm for Latent

Dirichlet Allocation (LDA), a typical latent topic model, to speedup the learning process

of LDA.

Using latent topic models and document structure for keyword extraction. Key-

word extraction using latent topic models does not take the document structure into ac-

count. We propose a new method to integrate latent topic models and document structure

together for keyword extraction. This method takes advantages of both latent topic mod-

els and graph-based methods for keyword extraction.
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Abstract

Using topic consistency of document and keywords to solve vocabulary gap in

keyword extraction. In many cases, there is a large vocabulary gap between a document

and its keywords. By assuming the document and its keywords are topically consistent,

we propose a method using word alignment models in statistical machine translation for

keyword extraction.

Key words: language network; natural language processing; keyword extraction; docu-

ment topics
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1.1 研究背景

一篇文档的关键词(keyword)通常是几个词或者短语，作为对该文档主要内容

的提要。关键词是人们快速了解文档内容、把握主题的重要方式。关键词广泛应

用于新闻报道、科技论文等领域，以方便人们高效地管理和检索文档。随着网络

时代信息爆炸式的增长，关键词成为用户在海量信息中检索感兴趣内容的主要工

具，诞生了如Google、百度等基于关键词的搜索引擎公司。在社会科学中，历史

文档中关键词使用频度、内在含义等方面的变化也成为研究人类社会、文化和政

治观念演变的重要途径 [1–3]。

进入Web2.0时代，许多网站向用户提供了为感兴趣的对象(如链接、图片、

视频、书籍和电影等)自由标注标签(tags)的功能，便于用户分享、管理、收藏和

检索对象。与关键词类似，大部分标签是词或者短语，常常表示用户对标注对

象主题的理解和概括。由于不同的用户都可以对同一个对象标注标签，具有较

强的社会交互性，因此又称为社会标签(social tags)。用户标注的标签汇总起来

成为一个体系，叫做大众分类法(Folksonomy)，这强调了与专家制定的分类体

系(Taxonomy)之间的差异。广义上来讲，可以将社会标签看作Web2.0时代的关键

词。

图 1.1给出了几个关键词示例。图 1.1(a)为美国计算机学会(ACM) 1⃝主办

的某学术会议论文作者为其论文标注的关键词。从图中可以看到，论文作者

提供了三种类型的关键词：第一种是“类别和主题描述(Categories and Subject

Descriptions)”，这是作者从ACM提供的4层分类体系树中选择的，表示该论文

的学科类别；第二种是“通用术语(General Terms)”，这是作者从ACM提供的含

有16个词的词表中选择的，这些词汇无法归入上面的分类体系树，用来表示论文

的类型；第三种是典型意义上的“关键词(Keywords)”，由论文作者自由指定，用

来概括论文的主题。图 1.1(b)为著名技术网站MIT Technology Review中文版 2⃝编

辑为某篇新闻标注的关键词。由于该网站新闻一般是从英文翻译而来，为了方便

读者理解，所标注的汉语关键词也大都同时显示其对应的英文。图 1.1(c)则是国

1⃝ http://portal.acm.org/
2⃝ http://www.mittrchinese.com/
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(a) 论文关键词

(b) 新闻关键词

(c) 社会标签

图 1.1 关键词示例： (a)为ACM会议论文关键词； (b)为著名技术网站MIT Technology
Review中文新闻关键词；(c)为豆瓣网站上用户对电影《红高粱》标注的社会标签。

内影评网站豆瓣网 1⃝用户对电影《红高粱》标注的社会标签，标签后面括号的数

字表示对电影《红高粱》标注该标签的用户数量。

在传统科技论文库和新闻库中，人们一般请专家为待标注对象标注关键词。

然而随着信息技术和社会的高速发展，每时每刻都有大量文档等信息产生。人

工标注如此海量的信息已经变得不现实。社会迫切需求计算机能够为文档自动

标注关键词。因此，关关关键键键词词词自自自动动动标标标注注注逐渐成为自然语言处理和信息检索的热点

研究问题。目前，关键词自动标注技术已广泛应用于搜索引擎、新闻服务、电子

图书馆等领域，在全文检索、文本分类、信息过滤和文档摘要等任务中发挥着重

要作用。Web2.0时代的到来为关键词自动标注注入了新的活力。一方面，群体智

慧(collective intelligence)产生了丰富的信息，如维基百科等知识库的建立，为关键

词标注提供了更加丰富的知识和信息。另一方面，在社会标签服务中，为了方便

用户标注标签，网站通常建立标签自动推荐系统为用户推荐标签，这也为关键词

自动标注提供了广阔舞台。与此同时，海量信息处理也为关键词自动标注技术提

出了新的挑战。

综上所述，关键词是信息时代人们管理、检索资源的重要手段和便捷工具，

关键词自动标注技术是人们在海量信息中遨游的重要依赖，而标签推荐技术也与

关键词标注有着重要联系。本文将着重研究海量信息中的高效关键词自动标注技

术，并探索其在社会标签推荐中的应用。

为了更好地分析关键词自动标注所面临的挑战，接下来本文首先回顾和评述

关键词自动标注和社会标签自动推荐的已有工作。

1⃝ http://www.douban.com
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1.2 关键词自动标注的主要方式与算法

关键词自动标注主要有两种方式：关键词抽取(keyword extraction)与关键词分

配(keyword assignment) [4]。关键词抽取，顾名思义，是从文档内容中寻找并推荐

关键词；而关键词分配是从一个预先构建好的受控词表(controlled vocabulary)中推

荐若干个词或者短语分配给文档作为关键词。

1.2.1 关键词抽取

目前研究者主要在新闻、学术论文、网页等文体上研究关键词抽取技术。关

键词抽取一般分为两步：选取候选关键词和从候选集合中推荐关键词。

1.2.1.1 选取候选关键词

关键词一般是单个词或者由多个单词组成的短语。从文档中选取候选关键词

的难点在于如何正确判定候选关键词的边界。寻找正确的短语在多种任务中都会

涉及到，目前在英文关键词抽取中，一般选取N元词串(N-gram，N一般为1到3)，

然后通过计算N元词串内部联系的紧密程度来判断它是否是一个有独立语义的短

语。该任务与搭配抽取(collocation extraction)和多词表达(multi-word expression)抽

取任务类似，都需要准确地判断边界。

搭配抽取曾尝试多种方式度量内部紧密程度 [5]，如均值与方差(mean

and variance) [6]， t测试(t-test) [7]，卡方测试(χ2 test)，点互信息(point-wise mutu-

al information) [8]和二项式似然比测试(binomial likelihood ratio test，BLRT) [9]等。

Tomokiyo和Hurst [10]提 出 利 用 语 言 模 型 度 量 词 串 内 部 联 系 的 紧 密 程 度。

Silva和Lopes [11]提出使用多词表达抽取技术提取候选关键词。

Hulth [12]则发现大部分关键词是名词性词组，符合一定的词性模式，如“形

容词+名词”是最常见的模式。因此可以选取符合某种词性模式的词组作为候选

关键词。就调研文献所知，大部分英文关键词抽取研究利用以上两种方式之一选

取候选关键词。

1.2.1.2 推荐关键词

在得到文档的候选关键词集合后，研究者提出两种途径解决关键词选取问

题。一种途径是无监督的方法，利用候选关键词的统计性质，如term frequen-

cy–inverse document frequency(TFIDF) [13]等，对他们排序，选取最高的若干个作

为关键词。另外一种途径是有监督的方法 [4,14]，将关键词抽取问题转换为判断每

3
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个候选关键词是否为关键词的二分类问题，它需要一个已经标注关键词的文档集

合训练分类模型。无监督方法和有监督方法各有其优势和缺点：无监督方法不需

要人工标注训练集合的过程，因此更加快捷，但由于无法有效综合利用多种信息

对候选关键词排序，所以效果无法与有监督方法媲美；而有监督方法可以通过训

练学习调节多种信息对于判断关键词的影响程度，因此效果更优，但在信息爆炸

的网络时代，标注训练集合非常耗时耗力；更何况文档主题往往随着时间变化剧

烈，随时进行训练集合标注更不现实。因此，最近关键词抽取研究主要集中在无

监督方法方面。

在信息检索领域，Google的两位创始人Page和Brin提出了根据网页链接关系

对网页进行排序的PageRank算法 [15]，其基本思想是一个网页的重要性由链向它

的其他网页重要性来决定，也就是说如果越多重要的网页指向某网页，那么该网

页也就相应越重要。PageRank算法一度成为Google用来度量网页重要性的重要依

据。

受到PageRank在信息检索领域巨大成功的启发，PageRank算法也在自然语言

处理领域逐渐受到重视。2004年，Mihalcea和Tarau [16]提出一种基于图的排序算

法TextRank，用以进行关键词抽取和文档摘要。该方法的基本思想是将文档看作

一个词的网络，该网络中的链接表示词与词之间的语义关系。基于与PageRank相

似的思想，TextRank认为一个词的重要性由链向它的其他词的重要性来决定，利

用PageRank计算网络中词的重要性，然后根据候选关键词的PageRank值进行排

序，从而选择排名最高的若干个词作为关键词。Litvak和Last [17]将同样最初用于

网页排序的HITS算法 [18]用于候选关键词排序，在关键词抽取性能上HITS算法

与TextRank表现相似。

TextRank等基于图的关键词抽取算法取得了较以往有监督方法更优的效果，

因此引起了研究领域的巨大兴趣。基于图的算法成为无监督关键词抽取的主流方

法。许多研究者提出了各种方法引入外界知识帮助关键词排序，如考虑文档近

邻 [19,20]、与文档摘要互相增强补充 [21,22]、考虑文档标题的作用 [23]，等等。此外，

通过词汇链(lexical chain) [24]、复杂网络统计性质 [25]等进行关键词抽取，都以文档

的词网作为基础。

1.2.2 关键词分配

受控词表一般收录某个或者某些领域的专业词汇。相比关键词抽取，关键

词分配为每个文档推荐的关键词不一定在正文中出现。如果将受控词表中的关

键词看作分类标签，那么关键词分配算法在本质是多类别多标签分类(multi-class

4
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multi-label classification) [26,27]问题，也就是将一个文档打上若干个分类标签。此

外，也有研究者着重研究如何利用受控词表提供的信息帮助关键词抽取 [28–30]。

在研究中，常用的受控词表包括Open Directory Project (ODP) 1⃝提供的多层次

树状分类体系 [31]，维基百科词条 [32,33]等。关键词分配的性能主要受到两个方面的

影响：

1. 受控词表的构建问题。受控词表的大小和覆盖度决定了关键词分配推荐关键

词的范围和效果，如果受控词表无法覆盖待标注对象的主题，则会极大影响

关键词分配的效果。

2. 关键词分配算法设计。实用关键词分配系统一般维护较大的受控词

表。例如ODP含有超过100万分类标签，而英文维基百科词条数也高

达350万(2010年2月27日获取的数据)。这带来的挑战是如何设计高效的关

键词分配算法。

1.2.2.1 受控词表构建

受控词表可以看作与一个或者多个领域相关的专业词典，其中收录的词汇都

是与某个领域相关的专门词汇。传统意义的词典都是由专家手工编纂的，这样做

费时费力，已不能适用于网络时代的大规模应用。

目前一般利用网络信息自动构建词典，通过若干领域相关词汇作为种子，快

速准确地获取领域新词。例如，Zheng等人 [34]基于输入法用户数据从预先定义好

的专业词典出发，自动扩充和发现领域相关的新词。Eisenstein等人 [35]利用主题模

型自动发现与地域相关的新词。Wang等人 [36–38]提出了利用Web半结构化信息自动

扩充命名实体(人名、地名、机构名)的方法。Pasca等人 [39–42]提出从搜索引擎查询

日志和网页等数据中抽取新词。邹刚、刘华等人 [43,44]则分别提出通过分析大规模

网页自动获取新词。为了具有较好的性能，受控词表一般包含几万甚至几十万词

汇。

1.2.2.2 关键词分配算法

首先，当受控词表较大时，每个分类标签的的平均标注训练数据数量一般

很少。在这种情况下为了保证关键词分配的效果，一般通过半监督学习(semi-

supervised learning)方法 [45]综合利用少量标注数据和大量无标注数据建立模型。

另一方面，传统分类算法如SVM等无法处理如此规模巨大的分类标签集合。

1⃝ http://www.dmoz.org/
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Xue等人 [31]在带层次的分类体系上先利用搜索策略缩小待分类标签的数量，然后

再利用传统算法进行分类。Madani等人 [46]提出了专门针对大量分类标签问题的分

类算法，称为Feature Focus Algorithm (FFA)。FFA利用在线学习 [47]思想计算文档

中特征词与分类标签的关系，并限制每个特征词只记录其最相关的少数分类标签，

从而得到较小的时间和空间复杂度，同时在多标签分类效果上优于以往方法。此

外，在多标签分类研究领域，有学者开始研究标签之间的依赖关系对分类效果的

影响 [48]。

1.3 社会标签推荐

社会标签是目前大部分Web2.0网站(如社交网站、图片分享网站、产品评论网

站等)不可缺少的一部分。为了方便用户标注标签，这些Web2.0网站往往为用户提

供社会标签推荐功能。因此，社会标签自动推荐也成为自然语言处理和信息检索

的研究热点。由于标签也是对标注对象主题的一种概括，因此从某种意义上讲，

社会标签是传统关键词在Web2.0时代的化身；而社会标签推荐则可以看作是关键

词自动标注在Web2.0时代的应用。按照利用的信息不同，社会标签推荐一般分为

基于图的方法和基于内容的方法。

1.3.1 基于图的方法

基于图的方法中，所谓的图是根据用户标注历史建立的。在社会标签系统

中，用户可以对感兴趣的对象标注他们自定义的标签，因此对于同一个对象会有

多个用户标注不同标签。这种社会化的标注机制一般被称为协同标注。假如定义

一次协同标注行为是一个用户对一个对象标注了一个标签，那么每次标注都会将

一个用户、一个对象和一个标签构成一个三元组，它们互相之间建立了联系。而

无数次协同标注行为就将不同的用户、对象和标签联系在了一起，构成“用户-对

象-标签”三部分图(tri-partite graph)。

许多研究者根据这个图进行标签推荐，统称为基于图的方法。如Xu等

人 [49]采用推荐系统中常用的协同过滤 [50]的思想进行标签推荐。Jaschke等人 [51]提

出FolkRank算法，采用类似PageRank的技术进行标签推荐。而Rendle等人 [52]采用

矩阵分解技术进行个性化标签推荐。这些方法的基本思想是，当一个用户准备标

注一个对象，可以根据用户以往的标注行为以及该对象以往被标注的标签，为这

个用户推荐“可能标注的标签”，也就是借助社群的喜好提供个性化的标签推荐

服务。
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基于图的方法对标注历史有较大的依赖，因此会存在以下几个问题：

1. 当一个用户或者对象新加入时，由于缺乏标注历史，系统很难有效推荐标

签；

2. 同样的，当一个标签在历史上从来未标注过，而随着新事物涌现出来的时

候，系统也很难有效地进行推荐。

这些问题可以统称为冷启动(cold-start)问题，也就是当缺乏这些用户、对象和

标签的标注历史的时候，系统无法进行推荐。而其中新用户问题可以通过推荐最

流行的标签解决；因此针对新对象和新标签的推荐在实际应用中问题更加突出。

而基于内容的方法在新对象问题上是对基于图方法的有力补充。

1.3.2 基于内容的方法

在Web2.0标签服务中，大部分对象会包含文本描述信息。因此也有一部分研

究者尝试进行基于内容的标签推荐。

很多研究是基于文档中的词作为特征进行标签推荐的。一部分研究者将社会

标签看作分类标签，因此将社会标签推荐看做多标签文本分类问题 [53–56]，但效果

不尽如人意。ECML/PKDD Discovery Challenge 2008评测结果 [57]显示，分类方法

和其他方法相比，效果较差。此外，许多研究者提出采用K近邻法推荐社会标签，

其基本思想是：给定一个对象，根据其内容找出与它最相似的K个对象，然后将

这K个对象被标注的最流行标签推荐给原对象。K近邻法由于原理简单、具有较

强鲁棒性，非常适合社会标签系统这样庞大而复杂的环境，因此在社会标签推荐

中被广泛应用 [58–62]。

除了以词作为特征进行推荐之外，利用隐含主题作为特征进行推荐也是最

近的研究热点。隐含主题模型(latent topic model) [63–65]是机器学习领域对文档建

模的主要方式。隐含主题模型认为文档可以表示为若干隐含主题的分布(topic

distribution)，而一个隐含主题则表示为词上的分布(word distribution)。在社会标签

推荐方面，许多研究者对文档和标签建立隐含主题模型，然后以隐含主题表示文

档和标签并度量其相关程度，从而推荐与文档主题最相关的标签 [66–69]。隐含主题

模型可以很好地表示文档和标签主题，有效降低标签系统中噪音的影响。但是另

外一个方面，隐含主题相对于词而言粒度较粗，对于具体实体(如人名、地名、机

构名和产品名)的标签没有办法做到很好地区分，因此对这些细粒度标签推荐效果

较差。
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图 1.2 关键词标注的主要方式和方法总结。

1.4 关键词标注面临的挑战

以上介绍了关键词标注和社会标签推荐的已有工作。如果将社会标签推荐

看作一种特殊的关键词标注方式，那么关键词标注的主要方式和方法可以参见

图 1.2。

从对以上方法的介绍可以发现，无论是传统的关键词标注，还是新型的社会

标签推荐，都没有系统地考察文档主题结构对关键词标注的作用。而一个文档往

往会涉及多个主题(multiple topics/themes)，例如一篇关于关键词抽取的学术论文，

可能既会涉及“关键词抽取”这个主题，也会涉及“图方法”这个主题。而关键

词作为文档主题的摘要，应当具有较好的覆盖度。综合考虑，文档关键词通常需

要同时具有以下三个特点：

1. 可读性(readability)。即关键词本身应该是有意义的词或者短语。例如，“关

键词抽取”是一个有意义的短语，而“关键词抽”则不是。

2. 相关性(relevance)。既关键词必须与文档主题相关。例如，一篇主要介绍用

图方法进行关键词抽取的学术论文，其中可能只顺带提到“文档摘要”这个

短语，这时就不希望这个短语被选取作为文档关键词。

3. 覆盖度(coverage)。关键词要能够对文档的主题有较好的覆盖，不能只集中

在文档某个主题而忽略了文档其他主题。

从以上三个特点，可以看到目前的关键词标注算法面临以下两个重要的挑战：

关键词对文档主题覆盖度的问题，以及文档和主题之间的词汇差异问题。接下来

将分别详细介绍这两个挑战。
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1.4.1 文档主题的覆盖度问题

在传统关键词标注的方法中，以TextRank为代表的图方法的优势在于考虑文

档中词与词之间的语义关系；以TFIDF为代表的统计方法则仅仅考虑词的统计性

质。但是TFIDF和TextRank等方法均没有考虑所抽取的关键词对文档主题的覆盖

度问题，导致推荐的关键词往往集中在某一个大的主题中，而没有顾及文档的其

他主题。

对于文档主题的建模，已经有很多工作。有研究者探索利用人工标注的知识

库如WordNet [70]等对文档主题进行建模，如利用WordNet构建文档词汇链(lexical

chain)来表示文档主题进行文档摘要等 [71,72]。但是WordNet等人工标注知识库中收

录的词汇往往有限，无法满足网络时代日新月异的变化。也有研究者提出隐含主

题模型 [63–65]，在大规模文档集合中学习得到若干隐含主题，然后就利用这些隐含

主题来表示文档的主题结构信息。

然而，在关键词标注中，如何有效利用文档主题结构信息，提高关键词对文

档的主题覆盖度，提高关键词标注的性能，还没有被系统地探索研究过。

1.4.2 文档与关键词的词汇差异问题

在关键词标注中，关键词与文档的相关性是推荐关键词的重要指标。传统的

方法如TFIDF仅依靠候选关键词在文档中的统计性质进行排序，而TextRank虽然

在一定程度上考虑了文档中词与词之间的关系，但仍然倾向于选择文档中出现较

为频繁的词作为关键词。而文档的关键词与文档往往存在一定的词汇差异现象，

主要表现在两个方面：

1. 很多关键词在文档中的统计特性并不显著，也就是说文档的某些关键词本身

并不一定在文档中频繁出现。

2. 在某些情况下，如文档较短的时候，一些关键词甚至并不出现在文档中。

那么，应当如何应对这一挑战呢？本文提出，文档和关键词都是对同一个事物的

描述，因此他们具有“主题一致性”，基于这样一个假设，可以通过某些算法来

建立文档中的词与关键词之间的语义关系，在文档和关键词之间建立语义映射关

系，从而能够推荐语义相关的关键词。

针对以上这两个挑战，本文将以关键词抽取作为主要研究对象，探索如何有

效利用文档主题结构进行关键词抽取。需要强调的是，虽然本文主要是在关键词

抽取这个任务上进行相关研究，这些研究成果在一定程度上可以应用于关键词标

注的其他任务上。
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1.5 本文的主要工作内容

针对如何更好地构建文档主题，并利用文档主题提高关键词抽取性能的科学

问题，本文从提高关键词对文档主题的覆盖度问题，以及解决文档与关键词的词

汇差异问题入手，进行了以下几方面工作：

1. 基于文档内部信息，提出利用文档的词聚类算法构建文档主题，进行关键词

抽取。该方法仅利用文档内部信息，通过度量文档中词与词之间的相似度，

利用聚类的方法构建文档主题，并根据不同主题在文档中的重要性，进行关

键词抽取。实验证明，该方法能够在一定程度上发现文档主要话题，并抽取

出与文档主题相关的关键词，在一定程度上提高了关键词对文档主题的覆盖

度。

2. 基于文档外部信息，提出利用隐含主题模型构建文档主题，进行关键词抽

取。针对基于文档内部信息通过聚类算法进行关键词抽取受限于文档提供信

息不足的缺点，提出利用机器学习算法中广泛使用的隐含主题模型构建文档

主题，进行关键词抽取。并针对隐含主题模型训练速度较慢的瓶颈，提出了

一种高效的并行隐含主题模型。实验证明，该方法能够更好地构建文档主

题，并有效抽取关键词。

3. 提出综合利用隐含主题模型和文档结构信息，进行关键词抽取。针对隐含主

题模型无法考虑文档结构信息的缺点，提出综合利用隐含主题模型和文档结

构信息进行关键词抽取，即基于主题的随机游走模型。该方法一方面能够通

过隐含主题模型构建文档主题，同时能够通过文档图的随机游走模型考虑文

档结构为关键词抽取提供信息，实验证明，该方法能够综合隐含主题模型和

文档结构信息进行关键词抽取的优势，有效抽取关键词。

4. 基于文档与关键词主题一致性的前提，提出基于机器翻译模型的关键词抽取

方法。针对文档和关键词之间存在较大词汇差异的问题，基于文档和关键词

主题一致性的前提，提出利用机器翻译中的词对齐模型计算文档中的词到关

键词的翻译概率，然后进行关键词抽取。实验证明该方法能够有效的建立文

档词汇与关键词之间的语义联系，有效地推荐关键词。

5. 根据以上基于文档主题结构的关键词抽取研究成果，选择新浪微博作为平台

设计并实现了一个微博关键词抽取原型系统，在实际应用中验证了本文研究

的有效性。

最后，第7章对关键词标注未来可能的研究方向进行展望。
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第 2章 基于文档内部信息构建主题的关键词抽取方法 1⃝

文档主题结构最直观的构建方法是基于文档内部信息。一篇文档往往包含多

个主题，每个主题都在文档中对应不同的词语。例如一篇描写“北京”的文档，

会从“位置”、“气候”和“文化”等方面进行描述。在词袋模型(bag of words)的

假设下，除了没有表意功能的功能词(function words)外，每个词都被用来描述其

中一个主题。根据这些主题，词语可以被分为若干个聚类，在同一个聚类中的词

语在语义上更加相似。例如，“温度”、“寒冷”和“冬天”等词语是在主题“气

候”下的词语，他们之间的语义相似度要大于他们与其他主题的词语的相似度。

基于这个直观的观察，本章提出基于文档词汇聚类构建文档主题进行关键词

抽取的方法，提高抽取关键词对文档主题的覆盖度。基于词聚类的关键词抽取主

要包括以下几个步骤：

1. 候选词选取。首先，需要将停用词去掉，为关键词抽取选取合适的候选词。

2. 计算候选词之间的语义相似度。

3. 根据语义相似度对候选词进行聚类。

4. 选取每个聚类中心词，在文档中选取合适的关键词。

下面将对每个步骤进行详细介绍。

2.1 候选词选取

并不是所有的词都有可能成为关键词。为了消除噪音的影响，本文利用一些

启发式的方法选取能够成为关键词的候选词。选取过程如下：

1. 如果是英语，对文本进行断词(tokenization)；如果是汉语等没有单词分隔标

志的语言，则首先对文本进行分词。

2. 去掉停用词，选取剩下的单词作为候选词。

在很多研究中 [4,73]，候选关键词是通过N-gram发现的。而本章只是将单词作

为关键词的候选词。到聚类后发现聚类中心词后，再将单个候选词扩展为可能含

多个词的短语。

1⃝ 本章主要内容以“Clustering to Find Exemplar Terms for Keyphrase Extraction”为题作为口头报告论
文发表在2009年的国际学术会议“The Conference on Empirical Methods in Natural Language Processing
(EMNLP’09)”上。
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2.2 词汇语义相似度

有两种方式来度量文档中词与词之间的相似度。一种是基于文档内的词同

现(co-occurrences)关系，另外一种则利用外部知识库。

2.2.1 基于文档内同现关系的相似度

在文档中，词与词如果在短距离内同时出现过多次，说明他们具有较强的语

义关系。因此可以利用文档内的同现情况来度量词与词之间的相似度。在这里，

词与词的同现关系简单地表示为两个词在一个最多为w个词的滑动窗口内同现的

次数。在本章，窗口大小w一般设为2到10之间的数值。

在计算同现相似度时，每个文档首先被转换为词的序列。这里有两种可能的

转换词序列的方法。一种是利用文档中的每个词，没有做任何的过滤。另外一种，

则是过滤了其中停用词等没有实际意义的词。这里选择第一种，原因是，虽然停

用词本身不具备成为关键词的可能、也无需计算相似度，但是他们的存在能够帮

助提供距离信息来判断两个词是否具有较高的相关度。例如，两个词如果中间没

有任何其他词，他们的相关度要高于中间有若干词间隔的两个词。

2.2.2 基于维基百科的相似度

有很多研究者探索了利用外部知识库度量词与词之间相似度的方法。受

到Gabrilovich和Markovitch的Explicit Semantic Analysis(ESA)方法 [74]的启发，这里

利用维基百科来度量词与词之间的相似度。维基百科是目前最大的在线百科全书，

目前已收录1,800万篇百科词条，其中英文词条超过350万条 1⃝。

利用维基百科计算词汇相似度的基本思想是：将每个维基百科词条看作是

一个独立的概念(concept)。这样，一个词的语义信息就可以用维基百科概念上

的分布来表示，其中在某个概念上的权重(weight)可以用这个词在该概念词条中

的TFIDF值来表示。这样就可以通过比较两个词的概念向量来度量他们的相似度。

实验证明 [74]该方法作为相似度度量非常有效。

这里选择余弦相似度(cosine similarity, COS)、欧氏距离(Euclid distance, EU-

C)、点互信息(point-wise mutual information, PMI)和规范化Google距离(normalized

Google distance, NGD)来计算相似度。假如某个词ti的维基百科概念向量

为Ci = {ci1, ci2, ..., ciN}，其中N表示维基百科词条数目，cik表示wi在第k个维基

1⃝ 该数据获取自维基百科中关于“Wikipedia”的词条 http://en.wikipedia.org/wiki/Wikipedia（获取时间：

2011年3月12日18点55分）。
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百科概念中的TFIDF权重。那么，余弦相似度表示为：

cos(i, j) =
Ci ·C j

∥Ci∥∥C j∥
(2-1)

欧氏距离相似度表示：

euc(i, j) =

√√√ N∑
k=1

(cik − c jk)2 (2-2)

点互信息是一种常用的度量相似度的方法。这里采用三种办法来用PMI度量词与

词之间的相似度。一种是利用维基百科的词条数目：

pmip(i, j) = log2
N × p(i, j)
p(i) × p( j)

(2-3)

其中p(i, j)是同时包含ti和t j的维基百科词条，p(i)和p( j)分别表示包含ti和t j的词条

数目。第二种是利用维基百科的词数目：

pmit(i, j) = log2
T × t(i, j)
t(i) × t( j)

(2-4)

其中T表示维基百科中词的数目，t(i, j)表示ti和t j在维基百科中相邻出现的次数，

而t(i)和t( j)分别表示ti和t j在维基百科中出现的次数。第三种则是对以上两种方法

的融合：

pmic(i, j) = log2
N × pw(i, j)
p(i) × p( j)

(2-5)

其中pw(i, j)是出现ti和t j相邻情况的维基百科词条数目，很显然， pmic(i, j) ≤
pmip(i, j)，而pmic(i, j)的要求更加严格，也更能准确地度量相似度。

规范化Google距离是一种度量词汇相似度的新型方法 [75]。NGD的理论基础

是信息距离(information distance)和科尔莫戈罗夫复杂度原理(Kolmogorov complex-

ity)。NGD利用网络大规模数据中词的出现情况来度量相似度。本章在维基百科

上利用NGD度量词汇相似度：

ngd(i, j) =
max(log p(i), log p( j)) − logp(i, j)

log N −min(logp(i), logp( j))
(2-6)

其中N是维基百科词条数目，这里作为一个规范化因子(normalized factor)。

2.3 聚类方法

聚类是典型的无监督机器学习问题，它的任务是将对象划分成不同的组，

每个组内的对象互相比较相似，而组与组之间的对象比较不同 [76]。这里选择三
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种广泛使用的典型的聚类算法：层次聚类(hierarchical clustering)、谱聚类(spectral

clustering)和信任传播聚类(Affinity Propagation)。本章将使用这些聚类方法将一个

文档中的词按照它们之间的相似度进行聚类。下面分别介绍这三种算法的基本思

想。

2.3.1 层次聚类

层次聚类将数据点按照不同的聚类粒度建立一个聚类层次树。这个树有多层，

每一层由它的下一层聚类组成。层次聚类的算法流程如下：

1. 计算数据集合中每对数据点之间的相似度(或者距离)；

2. 不断将集合中距离最近的两个点组合成一个新的点，这样就形成一个多层的

二叉树；

3. 决定在哪一层划分，得到相应的聚类结果。

从以上流程可以看到，层次聚类需要事先显式地指定聚类个数C。本章采

用Matlab提供的层次聚类。这里虽然采用层次聚类算法，但是并不需要聚类

所提供的层次信息。

2.3.2 谱聚类

近年来，谱聚类成为最流行的聚类算法之一。谱聚类利用数据相似矩阵的

谱(spectrum)信息来进行特征降维，将数据点聚类到少数几个维度。由于谱聚类方

法易于实现，性能优于传统聚类算法如k-means等，因此得到广泛使用。关于谱聚

类的更具体的介绍可以参考 [77]。

本章采用Chen等 [78]提供的开源谱聚类工具 1⃝。由于基于同现的词汇相似度矩

阵一般比较稀疏，谱聚类中的特征值分解可能会经常报错，因此，这里采用奇异

值分解(Singular Value Decomposition，SVD)作为代替。对于谱聚类，有两个参数

需要事先指定：

• 聚类个数C；

• 转换因子σ，用来根据数据点距离建立数据点相似度矩阵，如下所示

s(i, j) = exp
(−d(i, j)2

2σ2

)
(2-7)

其中s(i, j)和d(i, j)分别表示数据点i和 j之间的相似度和距离。

1⃝ http://www.cs.ucsb.edu/∼wychen/sc.html。
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2.3.3 信任传播聚类

另外一个著名聚类算法是信任传播聚类(Affinity Propagation，AP)。该算法

是基于消息传递(message passing)技术的。AP最早由Frey等 [79]提出，其论文报告

指出AP能够得到比其他方法更优的结果。本章采用Frey等人开发的工具 1⃝。关

于AP算法细节可以参考 [79]，AP算法共有三个主要参数：

• 聚类偏好(preference) p。与k-means等传统算法需要事先指定聚类个数不同，

AP算法不需要显式地指定聚类个数，但是需要为每一个数据点设定一个实

数值p，作为他们成为聚类中心的偏好程度。这样，具有较大p的数据点就

越有可能被选择成为聚类中心(exemplars)。一般而言，如果对数据点没有先

验的偏好，可以将所有数据点的偏好值设为数据点间相似度s(i, j), i , j的最

大值(maximum)、最小值(minimum)、平均值(mean)或者中位值(median)。

• 收敛判据(convergence criterion)。AP算法是一个迭代算法，它一旦满足以下

两个条件之一，即停止：(1)如果每个数据点所属聚类的决定保持I1次迭代不

变；(2)算法迭代次数达到I2次。这里设定I1 = 100，I2 = 1, 000。

• 衰减因子(Damping factor) λ。当进行消息传递的时候，需要避免数值震

荡(numerical oscillations)的发生，因此，每个消息设置为它上轮迭代时的数

值与λ的积加上它将要更新的值与1 − λ的积。λ取值范围是0到1，本章取值

为λ = 0.9。

2.4 从聚类中心词扩展关键词

词聚类完成后，选取每个聚类的中心词作为种子词。在信任传播聚类中，算

法本身会提供聚类中心；在层次聚类中，聚类中心词可以通过Matlab计算获得；

而谱聚类选取距离聚类中心点最近的词作为聚类中心词。

根据Hulth的研究结论 [80]，大部分手工标注的关键词是名词短语(noun phrase)。

因此首先将文档进行词性标注，然后选取模式为0个或者多个形容词跟随1个或者

多个名词的词串作为名词短语，将其作为候选关键词。本章在英文上进行实验，

因此使用Stanford Log-Linear Tagger 2⃝进行词性标注。从这些名词短语中选取那些

包含一个或者多个聚类中心词的作为文档的关键词。

在这个过程中，发现很多选取出来的关键词只有一个单词。但实际上只有很

少的关键词是单词。因此，作为后处理，本章选用一个常用词列表，将那些频繁

1⃝ http://www.psi.toronto.edu/affinitypropagation/。
2⃝ http://nlp.stanford.edu/software/tagger.shtml
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出现的词过滤掉。

2.5 实验结果与分析

由于汉语的词性标注效果还有待于进一步提高，因此这里只在英文上进行

实验。实验选用来自Inspec的论文摘要作为待抽取关键词文档集合。该数据集合

包含了人工标注的关键词，该数据是由Anette Hulth提供的，并在Hulth、Rada等

人的工作 [80,81]中使用过。每个摘要包含两种关键词：一种是受控关键词，是在

一个给定的词典中选取；另外一种是非受控关键词，由专家自由标注。在这里，

如Hulth、Rada等人的工作 [80,81]那样，本章选用非受控关键词作为标准答案来评价

各种方法的效果。另外，本章只考虑在文档出现的非受控关键词作为标准答案。

在评价时，方法抽取的关键词和标准答案都进行stemming获取词干进行比较。

在Hulth的实验 [80]中，对于有监督方法，Hulth将2, 000个摘要划分为1, 000个

作为训练集合(training set)，500作为验证集合(validation set)，500个作为测试

集合(test set)。而在Rada的实验 [81]中，由于TextRank是无监督方法，因此仅在

测试集合上与Hulth的方法进行了比较。本章也将在500个测试集合上与Hulth、

TextRank进行比较。

在计算基于维基百科的相似度时，本章选用2005年11月11日的维基百科数据

快照 1⃝进行实验。后处理中的常用词表也是利用维基百科数据计算得到的，实验

把在维基百科中出现超过1, 000次的单词作为常用词。

实验采用准确率、召回率和F1值(precision/recall/F1-Measure)来评价关键词抽

取的效果。

Precision =
ccorrect

cextract

Rrecall =
ccorrect

cstandard

F1 − Measure =
2pr
p + r

(2-8)

其中ccorrect是一个方法所有准确抽取的关键词数目，cextract是所有抽取的关键词数

目，而cstandard是所有人工标注的标准答案数目。

2.5.1 相似度度量方法对关键词抽取的影响

本章首先分析词汇相似度度量方法对关键词抽取的影响。在实验中发现基

1⃝ http://www.cs.technion.ac.il/∼gabr/resources/code/wikiprep/
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表 2.1 相似度度量方法对关键词抽取的影响。

参数 Precision Recall F1-Measure

基于同现的相似度

w = 2 0.331 0.626 0.433
w = 4 0.333 0.621 0.434
w = 6 0.331 0.630 0.434
w = 8 0.330 0.623 0.432
w = 10 0.333 0.632 0.436

基于维基百科的相似度

cos 0.348 0.655 0.455
euc 0.344 0.634 0.446
pmip 0.344 0.621 0.443
pmit 0.344 0.619 0.442
pmic 0.350 0.660 0.457
ngd 0.343 0.620 0.442

于维基百科的相似度要优于基于同现关系的相似度，但优势并不十分明显。在

表 2.1中列出了在谱聚类方法下，不同相似度度量方法的效果。表格中的w表示计

算同现的滑动窗口长度。而cos，euc等表示不同的计算基于维基百科相似度的方

法。

这里选取谱聚类的原因是它的效果要优于其他两个两个聚类方法。关于

聚类方法对关键词抽取的影响将在下一部分介绍。表 2.1中的结果是在聚类个

数C = 2
3n的时候得到的，这里n表示该文档中的候选词个数。此外，对于欧氏距

离、Google距离，设公式(2-7)中的σ = 36来进行距离和相似度的转换，这是在尝

试σ = 9, 18, 36, 54等设置后得到的最优结果。

如表 2.1所示，虽然基于维基百科的相似度优于基于同现的相似度，它们之

间的差距并不显著。而由于维基百科是利用维基百科上的统计信息得到的，因此

它应当比基于文档内同现关系的相似度要更加精确，这也使关键词抽取的效果更

好。但是另一个方面，基于维基百科的相似度没有考虑文档内部的信息。本章也

尝试将两种相似度方法进行线性加权，但在关键词抽取效果上并没有提升。

通过以上比较，本章总结认为，虽然基于维基百科的相似度效果好于基于同

现的相似度，但是由于维基百科上的相似度度量计算复杂度要比基于文档同现的

方法高得多，因此基于文档内的同现相似度更加实用。
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表 2.2 聚类方法对关键词抽取的影响。

参数 Precision Recall F1-Measure

层次聚类

C = 1
4 n 0.365 0.369 0.367

C = 1
3 n 0.365 0.369 0.367

C = 1
2 n 0.351 0.562 0.432

C = 2
3 n 0.346 0.629 0.446

C = 4
5 n 0.340 0.657 0.448

谱聚类

C = 1
4 n 0.385 0.409 0.397

C = 1
3 n 0.374 0.497 0.427

C = 1
2 n 0.374 0.497 0.427

C = 2
3 n 0.350 0.660 0.457

C = 4
5 n 0.340 0.679 0.453

信任传播聚类

p = max 0.331 0.688 0.447
p = mean 0.433 0.070 0.121

p = median 0.422 0.078 0.132
p = min 0.419 0.059 0.103

2.5.2 聚类方法对关键词抽取的影响

这里，将在基于维基百科的相似度pmic方法下分析聚类方法对关键词抽取的

影响。上一部分已经证明该方法优于其他相似度度量。

在表 2.2中显示了三种聚类算法的关键词抽取效果。对于层次聚类和谱聚类，

本章显式地将聚类个数C设置为候选词数的比例；而对信任传播聚类，本章将偏

好值设置为数据点相似度s(i, j)的最大值、平均值、中位值和最小值，分别用max，

mean，median和min表示。

如表中所示，在关键词抽取的性能上，谱聚类要优于层次聚类和信任传播聚

类。而在这些方法中，只有信任传播聚类在某些参数上的效果很差。

2.5.3 与其他方法比较

在表 2.3中列出了聚类方法与其他方法 [80,81]在相同数据集合上最好效果的比

较。对于每个方法，除了准确率、召回率和F1之外，还列出了推荐的关键词总

数、平均每篇文档推荐的关键词数，以及准确推荐的关键词总数和平均每篇文

档准确推荐的关键词数。在表格中，层次聚类、谱聚类和信任传播聚类分别用

“HC”，“SC”和“AP”表示.
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表 2.3 与Hulth方法、TextRank等方法的比较。

抽取 正确

方法 总计 平均 总计 平均 Precision Recall F1-Measure

Hulth’s 7,815 15.6 1,973 3.9 0.252 0.517 0.339
TextRank 6,784 13.7 2,116 4.2 0.312 0.431 0.362
HC 7,303 14.6 2,494 5.0 0.342 0.657 0.449
SC 7,158 14.3 2,505 5.0 0.350 0.660 0.457
AP 8,013 16.0 2,648 5.3 0.330 0.697 0.448

Hulth的结果是在 [80]中在相同文档集合上报告的最好结果；这是一个基于分

类的有监督方法，它的优点是对候选关键词利用了更多的语言学特征。它的做法

是，通过N-gram选取候选关键词，将候选关键词的词性标注信息作为特征学习关

键词分类器。

TextRank的结果是在 [81]中在相同文档集合上报告的最好结果。TextRank首

先根据文档利用长度为w = 2的滑动窗口建立词汇同现关系图，然后在图上运

行PageRank算法，利用词的PageRank值对候选关键词进行排序。

在这个表格中，层次聚类的最优结果是在聚类个数设为C = 2
3n、在维基百科

上使用欧氏距离得到的；谱聚类的参数如上一节所示；而信任传播聚类的最优结

果是在偏好值设为p = max、在维基百科上使用欧氏距离得到的。

从这个表格可以观察到，基于聚类的方法要优于TextRank和Hulth的方法，对

于谱聚类，F1值甚至要超过TextRank和Hulth方法约9.5%。

此外，由于基于聚类的方法是无监督的，因此不需要任何训练集合。本章也

在Hulth提供的2, 000篇摘要上进行实验，评价效果与在500篇上类似。在2, 000篇

上，最优结果的参数是：使用谱聚类、设置聚类个数C = 2
3n，并使用基于维

基百科的pmic进行相似度度量，这与在500篇上的设置相同。实验总共抽取

了2, 9517的关键词，其中9, 655被准确抽取出来。准确率、召回率和F1值分别

为0.327，0.653和0.436。这说明基于聚类的关键词抽取方法的稳定性。

2.5.4 分析与讨论

下面将针对这篇EMNLP2009论文的摘要进行关键词抽取，观察基于聚类方

法的效果。摘要如表 2.4所示。利用谱聚类算法和基于维基百科pmic相似度进行

关键词抽取的结果如图 2.1。图中的关键词是抽取词干(stemming)后的结果。从

该表发现当C = 1
4n, 1

3n, 1
2n时抽取的关键词是相同的，其中C = 1

3n时的聚类中心

词(exemplar terms)用加粗字体显示。可以看到“unsupervised”，“exemplar term”
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表 2.4 EMNLP2009论文摘要。

Keyphrases are widely used as a brief summary of documents. Since manual
assignment is time-consuming, various unsupervised ranking methods based
on importance scores are proposed for keyphrase extraction. In practice, the
keyphrases of a document should not only be statistically important in the
document, but also have a good coverage of the document. Based on this
observation, we propose an unsupervised method for keyphrase extraction.
Firstly, the method find exemplar terms by leveraging clustering techniques,
which guarantees the document to be semantically covered by these exemplar
terms. Then the keyphrases are extracted from the document using the exem-
plar terms. Experiments demonstrate that the method outperforms the state-
of-the-art graph-based ranking methods on precision, recall and F1-Measure.

图 2.1 对EMNLP2009论文摘要的抽取关键词结果示例。

C = 1
4 n, 1

3 n, 1
2 n时时时抽抽抽取取取的的的关关关键键键词词词

unsupervis method; various unsupervis rank method; exemplar term; state-
of-the-art graph-bas rank method; keyphras; keyphras extract

C = 2
3 n时时时抽抽抽取取取的的的关关关键键键词词词

unsupervis method; manual assign; brief summari; various unsupervis rank
method; exemplar term; document; state-of-the-art graph-bas rank method;
experi; keyphras; import score; keyphras extract

和“keyphrase extraction”都被正确抽取了出来。事实上，“clustering technique”

也应当被作为关键词抽取出来，但是，由于“clustering”因以-ing结尾而被错误

标注为动词，这与关键词的名词短语模式不匹配，因此这个关键词没有被抽取为

关键词。

当C = 2
3n，抽取的关键词包含了更多的噪音，例如夹杂了很多单词。这是由

于聚类个数的增加，更多的聚类中心词被识别出来，因此更多关键词会被聚类中

心词抽取出来，如果设置C = n，所有的词就都会被作为聚类中心词。在这种极端

情况下，所有的名词性短语都会被抽取出来作为关键词，这显然是有问题的。因

此，对于基于聚类的方法最重要的就是如何更好地判断聚类个数。

实验发现常用词表对关键词抽取的效果非常重要。如果没有经过常用词表过

滤，最好的抽取效果将会下降大约5个百分点，到40%。但是，目前这种处理噪音

的办法仍然过于简单粗暴。
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2.6 本章小结

本章提出一种聚类的方法构建文档主题结构，并以此为基础进行无监督的关

键词抽取。本方法首先将候选词组成若干个聚类，然后选取每个聚类的聚类中心

词。然后，再用这些聚类中心词从文档中抽取名词短语作为关键词。基于聚类的

关键词抽取方法能够更好地保证抽取的关键词对文档主题的覆盖度。

但是，也从实验中也可以看到，基于聚类的关键词抽取方法的效果会较大地

受到聚类个数的影响。然而，如何确定聚类个数本身是聚类方法的重要研究问题，

至今研究领域提出了许多方法，但都没有一个很好的广泛适用的解决方案。本章

采用常用词表的方法来过滤噪音作为对聚类方法的补充。因此，基于聚类的方法

虽然可以在一定程度上构建文档主题，提高抽取关键词对文档主题的覆盖度，但

仍然有比较大的局限，这很大程度上是由于仅对文档内部的词语进行聚类造成的

限制。下章将提出一种基于外部大规模文档集合构建文档主题的方法进行关键词

抽取。
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第 3章 基于隐含主题模型构建主题的关键词抽取方法 1⃝

上一章介绍了通过词聚类的方法构建文档主题进行关键词抽取的方法。该方

法利用了文档内部信息，也就是词的聚合度来发现文档主题。但该方法的不足在

于：一方面，一篇文档的信息有限，往往无法为发现文档主题提供足够的信息；

另一方面，该方法会受到词汇相似度度量和聚类方法性能的较大影响，而目前，

如何为聚类算法找到合适的聚类个数，仍然是一个困难的研究问题。以上两个方

面的不足，造成基于聚类的关键词抽取方法性能并不稳定。本章提出基于隐含主

题模型构建主题进行关键词抽取的方法。该方法的特点在于：它使用大规模文档

集合学习隐含主题，这避免了一篇文档自身信息不足的问题，同时也能够得到比

较有意义的、稳定的主题信息，避免了在一篇文档上聚类的不确定性。

3.1 隐含主题模型及其加速算法

3.1.1 隐含主题模型

隐 含 狄 利 克 雷 分 配 模 型(latent Dirichlet allocation, LDA)最 早 由Blei、

Ng和Jordan于2003年提出 [65]，用来对文档建模。在LDA中，每篇文档被表示

为K个隐含主题的混合分布(mixture)，而每个主题k，则表示为在W个词上的多

项分布ϕk。对任何一个文档d j，它的主题分布θ j产生于一个狄利克雷先验(Dirichlet

prior)，该先验参数为α。对文档d j中的第i个词xi j，它的主题zi j = k产生于θ j，而

词xi j则产生于ϕk。LDA的产生过程因此可以表示为：

θ j ∼ Dir(α),ϕk ∼ Dir(β), zi j = k ∼ θ j, xi j ∼ ϕk, (3-1)

其中Dir(∗)表示狄利克雷分布。LDA的概率图表示可见Fig. 3.1，其中可见变量，

即文档中的词xi j以及超参数(hyper-parameters)α和β用阴影表示。

Griffiths与Steyvers [82]提出利用吉布斯采样(Gibbs Sampling)的方法学习LDA模

型。吉布斯采样是一种典型的蒙特卡洛马尔可夫链方法(Markov-chain Monte Car-

lo，MCMC)。MCMC广泛应用于隐含主题模型的学习，例如Author-Topic Mod-

e [83]，Pachinko Allocation [84]，以及 Special Words with Background Model [85]。更重

1⃝ 本章主要内容以“PLDA+: Parallel Latent Dirichlet Allocation with Data Placement and Pipeline Processing”
为题作为学术论文发表在“ACM Transactions on Intelligent Systems and Technology (ACM TIST): Special
Issue: Large Scale Machine Learning and Applications”上。
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图 3.1 隐含主题模型LDA的概率图表示。

要的是，由于变分方法相对而言需要使用更多的内存，因此吉布斯采样的应用更

加广泛 [86]，因此本文也将主要介绍利用吉布斯采样学习LDA的方法。

在吉布斯采样中，一般会利用狄利克雷分布和多项分布之间的对偶性

质(Dirichlet-multinomial conjugacy)将变量θ和ϕ积分掉，只对隐含变量z进行采样。

这种采样方法称为collapsed吉布斯采样(Collapsed Gibbs Sampling) [87]。在LDA的

吉布斯采样中，需要同时维护两个矩阵：(1) “词-主题”同现次数矩阵Cword，其

中每个元素Cwk代表在训练语料库中词w被赋给主题k的次数；(2)“文档-主题”同

现次数矩阵Cdoc，其中每个元素Ck j表示文档d j中的词被赋给主题k的次数。此外，

为了计算方便，还要维护一个记录主题次数的向量Ctopic，其中每个元素Ck表示在

训练语料库中主题k出现的次数。

假如现在要对wi j计算其主题zi j，给定训练语料库中除wi j外其他的词以及它们

上一轮采样得到的主题，可以得到zi j的条件概率如下：

Pr(zi j = k|z¬i j, x¬i j, xi j = w, α, β) ∝
C¬i j

wk + β

C¬i j
k +Wβ

(
C¬i j

k j + α
)

(3-2)

其中¬i j表示对应的词wi j及其上一轮采样的主题被排除在外。每次通过公

式(3-2)采样得到wi j的新主题zi j后，矩阵Cword，Cdoc和向量Ctopic 都会进行相应

更新。当经过足够多次采样的迭代后，可以根据矩阵Cword，Cdoc和向量Ctopic计
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算LDA的两个参数θ和ϕ：

θk j =
Ck j + α∑K

k=1 Ck j + Kα
ϕwk =

Cwk + β∑W
w=1 Cwk +Wβ

(3-3)

其中θk j表示文档d j中主题k的概率，而ϕwk表示词w上主题k的概率。

3.1.2 隐含主题模型的加速算法

LDA的计算复杂度较高，因此在大规模训练语料库上的学习会遇到计算瓶

颈。因此，有很多研究者对LDA提出了各种加速算法。

Mimno与McCallum [88]提出一种Dirichlet Compound Multinomial LDA (DCM-

LDA)算法。DCM将训练语料库划分为多个部分，分发到分布式机器上，然后

在每台机器上各自进行吉布斯采样，每台机器各自维护一个局部主题模型(local

topic model)。DCM在学习过程中不同机器之间没有任何通信，当每台机器完成学

习后，会通过聚类的方式将不同机器上学习得到的主题模型融合在一起。

Newman等 [89]提出Approximate Distributed LDA (AD-LDA)算法。类似于DCM，

在AD-LDA算法中每一台分布式的机器对训练语料库的一部分进行吉布斯采

样。但是与DCM不同，AD-LDA在所有机器完成每次迭代后，都会进行全局同

步(synchronization)主题模型，即通过reduce-scatter操作将不同机器上的局部主题

模型(local topic model)融合为一个统一的模型(global topic model)，然后分发到不

同的机器上。相对于LDA而言，AD-LDA只在每次迭代后更新机器上的主题模型，

因此被称为一种近似(approximate)算法。

Asuncion等 [90]提出一种完全异步(asynchronous)的分布式LDA算法(AS-LDA)。

与AD-LDA不同，AS-LDA不再进行全局同步，而是当每台机器完成一次局部吉布

斯采样迭代后，随机地寻找其他也刚完成一次迭代的机器，互相交换主题模型，

进行两个局部模型的融合。

此 外， Yan等 [91]提 出 一 种 基 于 图 形 处 理 器(Graphic Processor Unit, G-

PU)的LDA并行算法。GPU的特点是内置了并行处理器，处理器间共享内存，

因此避免了AD-LDA和AS-LDA中的机器间通信问题。

除了对LDA的并行化外，还有研究者直接对LDA学习过程进行优化。例如，

Gomes等 [92]提出一种改进的变分学习方法，能够在内存受限的情形下高效地学

习LDA主题模型。此外，Porteous [93]提出一种加速公式(3-2)的方法，该方法利用

了文档d j的主题概率θ j一般比较稀疏的性质，是一种非近似的方法。
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3.1.3 PLDA:基于MPI的AD-LDA实现

此前已经实现了一个MPI的AD-LDA [89]――PLDA [94]。PLDA现在已经得到较

为广泛的应用，如社区推荐 [95]等。

AD-LDA将D个训练文档分配到P台机器上，平均每台机器需要维护Dp =

D/P篇文档。也就是说AD-LDA将文档内容x = {xd}Dd=1划分为{x|1, . . . , x|P}，并将每

个词分配的主题信息z = {zd}Dd=1划分为{z|1, . . . , z|P}，其中x|p和z|p仅在机器p上出现。

类似地，文档-主题矩阵Cdoc也与对应文档一起分配到P台机器上，这里可以将每

台机器p上的文档-主题矩阵表示为 Cdoc
|p 。每台机器还维护一份本地的词项-主题矩

阵Cword。因此这里用Cword
|p 存储在机器p上进行本地文档中单词进行主题分配的结

果。

在每次吉布斯采样迭代中，每台服务器p对每个词上的主题zi j|p ∈ z|p进行抽样

并更新z|p。抽样概率是近似的后验概率(approximate posterior distribution)：

Pr(zi j|p = k | z¬i j, x¬i j, xi j|p = w) ∝
C¬i j

wk + β

C¬i j
k +Wβ

(
C¬i j

k j|p + α
)

(3-4)

更新z|p的同时，还会根据新分配的主题更新Cdoc
|p 和Cword

|p 。每次迭代后，每台机器

重新计算各自的词项-主题矩阵Cword
|p ，然后利用AllReduce操作将各台机器上的词

项-主题矩阵进行融合，形成最新的Cword并分发给各台机器进行下一轮吉布斯采

样迭代。更具体的实现细节可以参考 [94]。

此 前，也 曾 利 用MapReduce [96,97]实 现 过AD-LDA，如 论 文 [94]所 述。利

用MapReduce， 许 多 计 算 可 以 通 过 三 个 基 本 过 程 来 实 现： mapping，

shuffling和reducing。可 以 采 用MapReduce框 架 来 实 现AD-LDA中 的 重 要 操

作AllReduce。但是在MapReduce版本的AD-LDA中，每次吉布斯采样迭代的前

后，都需要进行磁盘(disk)读写操作来获取和更新词项-主题矩阵。此外，每台机

器的本地数据必须被重新写到硬盘上，来供下一次迭代使用。这样做虽然提高

了MapReduce的容错性，但是也使之不能适用于LDA这种迭代算法。而对于MPI，

可以通过简单设置检查点(check point)来实现容错功能。由于MapReduce的这种

机制，导致相同数据的两次相邻吉布斯采样不一定能够在同一台机器上完成，

因此每次迭代开始都需要重新从硬盘读入数据。因此，论文 [94]实验已经证明相

比MapReduce，MPI更适合实现LDA的加速算法。
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图 3.3 PLDA、AS-LDA和PLDA+中某个词在某台机器上主题更新信息的传播模式。

3.2 PLDA+并行算法

3.2.1 已有工作的不足

如上一节的介绍，在PLDA中，文档集合D在P机器上平均分配约D/P文档，

在图 3.2(A)表示为一个D
P -W矩阵，其中W表示文档集合中的词项个数。词项-主题

矩阵则是在每台机器上维护一个本地版本，也就是图 3.2(A)中的W-K矩阵。

在PLDA中，每次吉布斯采样迭代完成后，每台机器上的本地词项-主题矩阵

都会进行全局的同步操作。这个同步操作往往由于两种原因导致它的时间过长：

(1)由于词项-主题矩阵太大，需要机器间进行大量通信量；(2)由于同步操作需要

等待所有机器都完成本轮吉布斯采样才能进行，所以完成较快的机器需要等待

最慢的那台机器完成后才能进行同步。为了避免不必要的延时，AS-LDA [90]提

出不进行全局的同步。在AS-LDA中每台机器只与另外一一一台台台刚完成本轮迭代的机

器进行同步。但是，由于词项-主题矩阵可能会因此过时，所以AS-LDA需要进

行更多的迭代次数才能够收敛到PLDA类似的学习结果。图 3.3(A)和图 3.3(B)显

示了PLDA和AS-LDA的某个词在某台机器上主题更新信息的传播模式。PLDA需

要通过一轮吉布斯采样迭代后的全局同步实现更新，而AS-LDA则每次只更

新少数几台机器。更重要的是，由于都需要将整个词项-主题矩阵放入内存，

PLDA和AS-LDA的内存要求都是O(KW)。
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虽然这些方法提供了不同的策略来进行不同机器间的模型融合，已有的这

些LDA并行方法有两个共同的特点：

• 这些方法都需要在每台机器的内存中维护一个完整的词项-主题矩阵。

• 这些方法都需要在机器间发送和接收整个词项-主题矩阵来进行机器间的同

步。

对于第一个特点，假设需要从一个大规模文档集合估计有W个词和K个主

题的ϕ，那么当W或者K很大的时候，词项-主题矩阵对内存的需求将很容易超过

机器的内存配置。而对于第二个特点，通信瓶颈将会极大地限制算法的加速性

能。一个高性能计算的研究 [98]表明：浮点指令(floating-point instructions)运算速

度平均每年提高59%，而机器间的通信带宽每年提高26%，而机器间通信的延

迟(latency)每年只下降15%，因此通信瓶颈将会随着科技发展越来越严重。

3.2.2 PLDA+的策略

本章提出PLDA+算法，通过解决机器间通信的瓶颈，进一步提高LDA的并行

性能。该算法采取了以下策略：

1. 数数数据据据分分分布布布(data placement)。通过精心设计数据分布方式，将面向CPU的任

务(CPU-bound tasks)和面向通信的任务(communication-bound tasks)划分到两

组不同的机器上。这样能够设计一种流水线的吉布斯采样模式，将通信时间

隐藏在计算时间内。

2. 流流流水水水线线线处处处理理理(Pipeline processing)。为了使得一个面向CPU运算的机器不会

被通信瓶颈所阻碍(block)，PLDA+设计了一种新型的吉布斯采样模式，可

以在对一组词(word bundle)进行吉布斯采样的同时，在后台进行机器间的

通信。例如，假设现在要对词“foo”和“bar”进行吉布斯采样。PLDA+在

对词“foo”进行吉布斯采样的同时，可以在后台通过机器间通信获取用来

对“bar”进行采样所需的信息。这样，获取“bar”信息的通信时间就会被

“foo”的采样时间所覆盖。

3. 词词词项项项分分分组组组(word bundling)。为了保证通信时间能够被有效地覆盖，进行采样

的CPU计算时间必须足够长。再以上述“foo”和“bar”为例，为了覆盖通

信时间，对“foo”进行吉布斯采样的计算时间必须要长于针对“bar”的通

信时间。假设按照传统的方法对文档中的词依次进行采样，每次吉布斯采样

时间将会太短，无法有效覆盖通信时间。然而幸运的是，LDA将文档视为词

袋模型，因此并没有考虑词语之间的顺序关系，因此可以对机器上的词语按

照任意的顺序进行吉布斯采样。而组合词语的操作，是将一些词组成一个较
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图 3.4 PLDA+中的流水线吉布斯采样策略。(A)： ts ≥ t f + tu；(B)： ts < t f + tu。在该

图中，F表示获取主题分布信息操作(fetching)，U表示更新主题分布信息操作(updating)，
而S表示采样操作(sampling)。

大的组合来进行吉布斯采样，从而保证通信时间的有效覆盖。

4. 优优优先先先调调调度度度(priority-based scheduling)。数数数据据据分分分布布布和组组组合合合词词词语语语是静态的分配策

略，用来提高流水线处理方式的性能。但是，许多运行时的随机因素(run

time factors)会影响静态策略的有效性。因此，PLDA+同时才与优先调度的

策略来帮助解决随机因素造成的瓶颈。

这里首先介绍PLDA+的流水线吉布斯采样方法(pipeline-based Gibbs sam-

pling)。流水线技术被广泛应用于各种领域来提高吞吐量，如现代CPU和GPU设计

中的指令流水线(instruction pipeline) [99,100]。如图 3.4所示，是利用流水线吉布斯采

样方法对四个词w1，w2，w3和w4进行采样的过程。图 3.4(A)展示了当ts ≥ t f + tu的

情况，而图 3.4(B)展示了ts < t f + tu的情况，其中ts，t f和tu分别表示采样(sampling)，

获取用来进行采样的主题分布信息(fetching)和更新主题分布信息(updating)的时

间。

在图 3.4(A)中PLDA+首先为w1获取主题分布信息，然后开始对w1进行吉

布斯采样，同时，它开始获取w2的主题分布信息。当它完成w1的吉布斯采样

后，PLDA+更新Pw上的w1的主题分布信息。当ts ≥ t f + tu的时候，PLDA+能够

在完成w1的计算后马上开始对w2的采样。这样，PLDA+处理W个词的理想时间

是Wts + t f + tu。

图 3.4(B)则显示了一种次优情形(suboptimal scenario)，这里的通信时间没有

完全被覆盖。PLDA+没有办法在完成w2的采样后及时开始对w3的采样，直到w2的

主题信息被更新以及w3的主题信息被获取。这个例子表明，为了能够更有效地将

通信时间覆盖，必须调度任务，保证ts ≥ t f + tu。
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为了保证ts ≥ t f + tu，PLDA+将机器划分为两类：一类机器用来维护文档和

文档-主题矩阵，进行吉布斯采样，表示为Pd；另外一类机器用来维护词项-主题

矩阵，表示为Pw。这种划分方式如图 3.2(B)所示。在每轮吉布斯采样迭代中，一

台Pd机器按照以下三个步骤对一个词分配一个新的主题：

1. 从一台Pw获得该词的主题分布信息；

2. 对这个词进行吉布斯采样，分配一个新的主题；

3. 根据分配的新的主题，更新Pw上该词的主题信息。

PLDA+所对应的主题信息传播模式如图 3.3(C)所示，这种模式既避免了PLDA的

全局同步，也避免了AS-LDA需要经过大量迭代才能收敛的问题。

PLDA+的一个重要性质是利用了每轮吉布斯采样都可以采取不同的词项顺

序。由于LDA认为每个文档是一个词袋，没有考虑单词的顺序，因此可以根据任

意的词项顺序进行吉布斯采样。当一个词项在Pd的文档中出现多次，它们可以一

起被进行吉布斯采样。而对于那些没有频繁出现的词项，可以将它们与频繁出现

的词组合，从而保证采样时间ts足够长。实际上，如果事先知道t f + tu的具体时间，

算法就可以决定每轮吉布斯采样中的一批(batch)中选取出现过多少次的词项来处

理，从而保证ts − (t f + tu)最小化。

为了按照词项顺序而非文档顺序进行吉布斯采样，PLDA+在每台Pd机器上建

立文档的倒排索引，可以按照词项来检索出现的文档。这里将这些词项组成一

个词汇的循环队列(circular queue)，如图 3.5所示。吉布斯采样就按照这个循环队

列来进行。为了避免多台Pd机器并发地访问同一个词的主题信息，算法要求不

同的Pd机器从队列的不同位置开始访问。例如，图 3.5显示了四台Pd机器，Pd0，

Pd1，Pd2和Pd3，他们开始吉布斯采样的位置分别是从词项w0，w2，w4和w6开始。

为了保证这个调度算法的运行，PLDA+还需要将词项-主题矩阵按照循环的方式

分配到Pw机器上去。这种静态的分配方式有两个优势：

1. 这保证了不同Pw机器的工作量是相对平衡的；

2. 这避免了两台Pd机器同时访问和更新同一个词的主题信息，从而更好地保

证了Pw机器上词项-主题矩阵的一致性(serializability)。

需要注意的是，PLDA+的分配方式保证了比PLDA更好的一致性，这是因为在同

一轮吉布斯采样中，PLDA+中一台Pd机器可以获得其他Pd机器更新后的词项-主

题矩阵。对于数据分布更详细的介绍参见第3.2.3.1节。

虽然可以找到一种最优的方式来分配词项，但是调度却需要处理运行时的动

态变化：

1. 首先，一些机器可能会比另外一些机器运行得更快，这将导致在一些Pw机
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图 3.5 PLDA+中的词汇循环队列(circular queue)。

器上的处理瓶颈;

2. 另外，当多个请求被挂起(pending)，必须能够根据请求的截止时

间(deadline)设置优先级。

PLDA+的优先调度策略将在第 3.2.4.3节介绍。

3.2.3 Pw机器上的算法

Pw机器的任务是处理来自Pd的请求。PLDA+将词项-主题矩阵分配到Pw台机

器上，每台Pw机器大概需要维护 W
|Pw|个词和他们的主题分布。

3.2.3.1 Pw机器上的词项分配

词项分配的目标是保证Pw机器间的负载均衡，也就是在每一轮吉布斯采样迭

代中，希望保证所有的Pw机器处理大致相同数量的请求。

为了能够实现分配的负载均衡，需要维护两个数据结构：
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1. 首先，使用mi记录出现wi的Pd机器数目，这是每个词的权重，表明这个词

在每轮吉布斯采样中需要发出多少请求。那么对于W个词项，维护一个向

量m⃗ = (m1, . . . ,mW)。

2. 另外，还要记录每个Pw机器的负载，也就是它所需要负责的词项的请求数

目，这个负载向量可以表示为l⃗ = (l1, . . . , l|Pw|)。

一种简单的分配策略是将词项随机地分配给Pw台机器，这种方法被称为随随随机机机

分分分配配配(Random Word Placement)。不幸的是，这种分配方法经常导致负载不均衡。

为了保证负载均衡，算法采用带带带权权权轮轮轮询询询调调调度度度(Weighted Round-Robin)方法进行词

项分配。这种方法首先将词按照权重降序排列，然后首先从最大权重的词开始取

出一个词wi，将其放入目前负载最低的Pw机器pw上，并更新pw的负载。这种分配

过程一直重复直到所有的词项都被分配完毕。经验证明带权轮训调度能够很大概

率实现负载均衡 [101]。

3.2.3.2 处理来自Pd机器的请求

当为Pw机器分配完词项和他们的主题分布后，Pw机器开始处理来自Pd机器

的请求。一台Pw 机器pw首先通过接收来自Pd机器的初始化主题分布，构建它

自己的词项-主题矩阵Cword
|pw 。然后，每台Pw机器pw开始处理来自Pd机器的请求。

PLDA+定义以下三种请求：

• f etch(wi, pw, pd)：来自Pd机器pd，发往pw机器pw，用于获取词项w的主题

分布的请求。对于每个请求，pw将向pd返回词项w的主题分布Cword
w|pw，这将

用于吉布斯采样中的公式(3-2)中的C¬i j
wk 部分。

• update(w, u⃗, pw)：用来更新机器pw上词项w的主题分布的请求。 pw将利

用u⃗更新所维护的词项w的主题分布。

• f etch(pw, pd)：来自Pd机器pd，发往pw机器pw，用于获取Pw机器pw上的所

有主题分布数目的请求。pw将对本地所有词项上的主题分布数目求和得

到Ctopic
|pw ，一旦来自所有的Pw机器的Ctopic

|pw 被pd获取后，pd将求和用于吉布斯

采样公式(3-2)中的C¬i j
k 部分。

每个Pw机器负责它所维护的词的所有相关请求。为了保证所有的请求能够及

时被响应，算法为每个请求设置了一个与截止时间有关的优先级。根据一台Pd机

器本地处理的情况，它会对发送的请求有一个允许的最大交互时间。当这台Pd机

器发送请求到Pw机器时，每个请求中都包含一个截止时间，而Pw机器会根据请求

的截止时间先后来处理请求。
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3.2.4 Pd机器上的算法

Pd机器上的算法包括以下几个步骤：

1. 最初，它将文档分配给Pd台机器，然后每台机器上建立文档的倒排索引。

2. 然后，将词汇表中的词项分组，用来进行吉布斯采样和发送请求。

3. 然后，它将调度词项组合的顺序，最小化通信瓶颈。

4. 最后，它开始进行流水线吉布斯采样，迭代直至算法收敛。

接下来分别详细介绍这四个步骤的算法细节。

3.2.4.1 文档分配和构建倒排索引

在进行吉布斯采样之前，首先需要将文档集合D分配到Pd台机器上。文档分

配的目的是在Pd间获得更好的CPU计算负载平衡。在PLDA中，由于它的全局同

步需要等待每台机器都结束本轮迭代后才能开始，因此会对负载不均衡更加敏

感。而PLDA+中的吉布斯采样不需要进行同步。换句话说，一台机器完成本轮吉

布斯采样迭代后，可以马上进行下一轮迭代，无需等待其他较慢的机器。但是，

这种情况下，算法仍然不希望一些机器太慢，从而相对其他机器少进行若干轮

吉布斯采样。这可能会导致与AS-LDA类似的问题――需要更多的迭代次数才能收

敛。因此，仍然需要根据负载均衡的原则分配文档。这里通过随随随机机机分分分配配配(Random

Document Allocation)的方式实现这一目标。每台Pd机器得到大约D/|Pd|个文档，

这个过程的时间复杂度为O(D)。

文档分配结束后，算法在每台Pd机器上建立对应文档的倒排索引(inverted

index)。利用这个倒排索引，一台Pd机器每次获得一个词w的主题分布后，它可以

对这个词在这台机器上出现的所有位置都可以进行采样。采样结束后，这台机器

可以将更新的主题分布发送给对应的Pw机器。这样做的好处是，对一个词的多次

出现仅需要进行两次通信，一次是获取主题分布，另外一次是更新主题分布。这

样充分地降低了通信时间。每个词w的索引结构为：

w→ {(d1, z1), (d1, z2), (d2, z1) . . .} (3-5)

其中w在文档d1中出现了2次，因此有两条记录。在具体实现中，为了节约内存，

算法会将词w在文档d1的出现情况保存为一个记录：(d1, {z1, z2})。

3.2.4.2 词项分组

将词项分组是为了避免一段吉布斯采样的时间太短而不能有效覆盖通信。举

一个极端的例子：如果一个词在一台Pd机器上只出现一次。那么在这个词上进行
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一次吉布斯采样的时间会非常短，远远短于获取和更新主题分布的时间。解决

这个问题的办法是，将一些词组成一个小组，这样一旦获取他们的主题分布信

息，就可以进行比较长的吉布斯采样。这里需要确保一个小组内的词项来自同一

台Pw机器，这样一次通信的IO就可以获取组内所有词项的主题分布信息。

每台Pd机器根据词项对应的Pw机器进行分组。对于同一台Pw机器的所有词，

首先按照他们出现的次数进行倒序排列，构成一个词项列表。然后，反复从这

个列表中选取一个最高频的词项和若干个最低词频的词项组成一个小组。当建

立词项分组后，每次都发送一个请求获取组内的所有词项的主题分布信息。例

如，当从包含12年NIPS论文的NIPS数据集合上学习LDA主题模型时，会把{curve,

collapse, compiler, conjunctive, . . .}组成一个小组，其中curve是一个高频词，而剩下

的是低频词。

3.2.4.3 构建请求调度器(Request Scheduler)

一旦将词项分组完成后，需要构建一个请求调度器能够有效地决定选择

哪一个词项分组来发送获取主题分布的请求。这里采用一种伪随机调度策

略(pseudo-random scheduling scheme)。

在该策略中，词项存储在一个循环队列中。当进行吉布斯采样的时候，采用

顺时针或者逆时针的方式选取词项。每台Pd机器在不同的位置进入这个循环队

列，这样可以避免并发地访问同一台Pw机器上的同一个词项。因此，不同Pd机器

的不同次吉布斯采样迭代的起始位置都不同。这种随机性可以保证不会每次迭代

都形成相同的瓶颈。但是这种循环调度的方法仍然是一种静态的调度策略，当多

台Pd机器的请求同时访问同一台Pw机器的时候，仍然会形成并发的瓶颈。因此，

一些Pd机器的请求需要等待一段时间才能够得到响应(response)。算法通过为每个

请求设置截止日期来解决这个问题，如第 3.2.3.2节所述。在一台Pw机器上的所有

请求都按照他们的截止日期来被响应。如果一个请求在截止日期前没有被响应，

这个请求就会被自动丢弃。由于吉布斯采样的随机性质(stochastic nature)，偶尔缺

失了对一些词的吉布斯采样将不会影响整体的学习效果。算法的伪随机调度策略

能够保证同一个词的请求被反复丢弃的可能性很低。

3.2.4.4 流水线吉布斯采样

最后进行流水线吉布斯采样。如公式(3-2)所示，要对文档d j中的词xi j = w计

算并分配一个新的主题，需要获得Cword
w ，Ctopic和Cdoc

j 。文档d j的主题分布被一

台Pd机器维护，而Cword
w 则由一台Pw机器维护，Ctopic则需要通过收集所有Pw机器
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上的主题分布获得。因此，在能够给词w分配主题前，这台Pd机器需要从Pw机器

上获取Cword
w 和Ctopic。然后，这台Pd机器计算和分配新的主题。最后，这台Pd机器

将更新的词w的主题分布返回给对应的Pw机器。综上，对于一台Pd机器pd，流水

线吉布斯采样的步骤如下：

1. 获取全局主题分布Ctopic。

2. 选择F个词项组合，将请求其主题分布的请求放入线程池tp中。一旦某个请

求被Pw机器响应，则返回对应的主题分布，放入等待队列Qpd中。

3. 对于Qpd中的每个词，获取它的主题分布，对该词的所有出现位置进行吉布

斯采样。

4. 吉布斯采样之后，将更新该词主题分布的请求放入线程池tp中。

5. 选择一个新的词项组合，将请求其主题分布的请求放入线程池tp中。

6. 如果满足更新的条件，重新获取新的全局主题分布Ctopic。

7. 如果不满足停止条件，跳转到第(3)步进行其他词的吉布斯采样。

在 第(1)步， pd获 取 全 局 主 题 分 布Ctopic。 在 这 一 步， pd发 送 请

求 f etch(pw, pd)给每一台Pw机器。每台Pw机器返回Ctopic
|pw , pw ∈ {0, . . . , |Pw| − 1}后，

pd将他们求和得到Ctopic =
∑

pw Ctopic
|pw 。

由于线程池tp能够并行地发送请求和处理返回的结果，所以在第(2)步中，它

同时发出若干个请求，并行地获取主题分布，以避免一些请求可能会出现延迟。

由于这些请求是同时发出的，所以他们分配了相同的截止时间。一旦收到某个请

求的响应，将马上开始这个词的吉布斯采样。这里设预先发出的请求数目是F。

在PLDA+中，F应当设置为一个合适的数字，以保证等待队列Qpd中经常性的有

返回的主题分布等待进行吉布斯采样。如果不能满足这一点，PLDA+将停下来等

待Qpd中有成员加入，这是PLDA+的通信时间的一部分。为了保证线程池中的线

程能够有效利用，F应当大于线程池中的线程数目。

Pw处理全局主题分布的请求是一个非常耗时的操作，这是因为这个操作需

要遍历每台Pw机器上的所有词的主题分布情况。幸运的是，AD-LDA [86]的研究显

示，吉布斯采样中的主题分配对全局主题分布并不敏感。这里可以通过降低获取

全局主题分布的频度来提高Pw机器的效率。因此，在第(6)步不会经常获取全局主

题分布。实验将表明，仅仅在每轮吉布斯采样迭代后获取更新的全局主题分布，

PLDA+能够获得与LDA和PLDA相同的主题模型。

流水线吉布斯采样的策略可以参考图 3.6，为了让图示更加简洁，图中没有

显示获取全局主题分布Ctopic的过程。
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图 3.6 PLDA+的通信机制。

3.2.4.5 容错机制(Fault Tolerance)

PLDA+提供与PLDA类似的容错机制，也就是在Pd机器上对z|pd设置检查点。

这样做的原因是，一旦出现错误，需要恢复的时候：

1. 在Pd机器上，x|pd可以通过数据集合恢复；而Cdoc
|pd 可以通过z|pd恢复。

2. 在Pw机器上，Cword
pw 也可以通过z|pd来恢复。

恢复机制的代码放在PLDA+的最开始，如果有检查点信息在硬盘上，说明之前有

出错，就加载检查点数据；否则，说明是新运行的PLDA+程序，那么进行随机初

始化。

3.2.5 参数和复杂度分析

这一部分将分析PLDA+的主要参数，以及PLDA和PLDA+的复杂度。

3.2.5.1 参数

给定机器数目P，PLDA+的第一个参数是Pw机器和Pd机器数目的比例γ =

|Pw|/|Pd|。γ越大，说明Pd进行吉布斯采样的时间将会增大，因为这部分机器变少

了；而同时进行交互的时间将会降低，这是因为更多的Pw机器用来处理来自Pd的

请求。因此，需要平衡这两类机器之间的数目，以达到以下两个目的：

1. 同时最小化计算(computing)和通信(communication)的时间。

2. 保证通信时间足够的短，能够被计算时间所覆盖。

一旦知道用来进行吉布斯采样和通信的平均时间，就可以决定这个参数的设置。

假设一台机器对整个数据集合进行吉布斯采样的总时间为Ts，两台机器间传输

所有词的主题分布的时间为Tt。对于Pd台机器，采样时将为Ts/|Pd|。假设同时
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向Pw传送主题分布，则通信时间为Tt/|Pw|。为了保证采样时间能够覆盖获取和更

新的通信时间，需要保证：

Ts

|Pd |
>

2Tt

|Pw|
. (3-6)

假设Ts = Wt̄s，其中t̄s是一个词的所有出现位置的平均采样时间；而Tt = Wt̄ f =

Wt̄u，其中t̄ f和t̄u是对一个词的信息进行获取和更新的平均时间，那么，

γ =
|Pw|
|Pd |
>

t̄ f + t̄u
t̄s
, (3-7)

其中t̄ f，t̄u和t̄s可以通过在小数据集合上运行PLDA+来经验性地估计，这样就可以

得到一个近似的γ值。在实验中，本章设置γ = 0.6。

PLDA+的第二个参数是线程池中的线程个数R，这表明可以并行地发送请求

的个数。使用线程池是为了避免采样会被某些比较繁忙的Pw机器阻塞，所以R是

由网络质量来决定的。R可以在吉布斯采样中经验性地自动调节。也就是说，当

等待时间过长时，需要增加线程数。

PLDA+的第三个参数是预先并行发送获取主题分布的请求数F。这个数目

与R相关，在实验中设置F = 2R。

PLDA+的最后一个参数是获取全局主题分布的间隔intermax。这个参数

将会影响PLDA+学习主题模型的质量。实验中，设置intermax = W可以达到

与LDA和PLDA类似的学习质量。

需要注意的是，PLDA+的最优参数设置与分布式环境息息相关，这包括网络

带宽和机器计算速度和内存大小等。

3.2.5.2 复杂度分析

表 3.1总结了PLDA+中Pd机器和Pw机器在时间和空间的复杂度。为了进

行比较，该表同时列出了LDA和PLDA的复杂度。这里假设P = |Pw| + |Pd |来进

行PLDA和PLDA+间的比较。在这个表格中，I表示吉布斯采样的迭代次数，c是

一个常数，表示从带宽(bandwidth)到每秒浮点计算(flops)之间的转换。

PLDA的预处理包括将文档分配到P台机器上，时间复杂度为D/|P|。
与PLDA相比，PLDA+的预处理更加复杂，包括三个额外的操作：

1. 每台Pd机器需要建立一个倒排索引，时间复杂度为O(D/|Pd|)。
2. 为 词 项 分 组，需 要 对 词 项 按 照 词 频 进 行 快 速 排 序，时 间 复 杂 度

为O(W log W)。
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表 3.1 算法复杂度。在这个表格中，I表示吉布斯采样的迭代次数，c是一个常数，表示

从带宽(bandwidth)到每秒浮点计算(flops)之间的转换。

方法 时间复杂度 空间复杂度

预处理 吉布斯采样

LDA - INK K(D +W) + N

PLDA D
|P| I

(NK
P + cKW log P

) (N+KD)
P + KW

PLDA+,Pd
D
|Pd | + cW log W + WK

|Pw |
INK
|Pd |

(N+KD)
|Pd |

PLDA+,Pw - - KW
|Pw |

3. 将Pd机器上的主题分配情况发送给Pw机器以构成初始化的词项-主题矩阵，

时间复杂度为O(WK/|Pw|)。
在实践中，LDA需要运行数百次迭代，因此以上PLDA+增加的预处理时间与训练

时间相比并不明显。

最后考察PLDA+的加速效率(speedup efficiency)。对PLDA+而言，不考虑预处

理，假设γ = |Pw|/|Pd|，那么理想加速效率为：

speedup efficiency =
S/P

S/|Pd|
=
|Pd |
P
=

1
1 + γ

, (3-8)

其中S表示LDA在单机上的运行时间，S/P表示利用P台机器的运行时间，

而S/|Pd|则表示PLDA+的理想运行时间，这时通信时间完全被计算时间所覆

盖。

3.2.6 实验结果

实验通过真实数据比较了PLDA+和PLDA的学习模型质量和加速性能。如研

究 [90,102]表明，AS-LDA与AD-LDA的加速效果类似，因此这里没有与AS-LDA比

较。

3.2.7 数据集合和实验环境

这里采用三个数据集合进行实验，如表 3.2所示。NIPS数据集包含了来

自NIPS会议的学术论文，这个数据集合相对较小，用来对算法学习模型的质量和

错过截止日期的请求比例。两个Wikipedia数据集是2008年3月份的维基百科英文

词条的集合，其中一个集合的词项个数为20, 000，另一个是200, 000，分别命名

为Wiki-20T和Wiki-200T。与Wiki-20T相比，在Wiki-200T会有更多的低频词。但
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表 3.2 数据集合详细信息。

NIPS Wiki-20T Wiki-200T

Dtrain 1,540 2,122,618 2,122,618
W 11,909 20,000 200,000
N 1,260,732 447,004,756 486,904,674
Dtest 200 - -

是，即使对于排名在200, 000左右的词，他们也在维基百科出现在至少24个词条

中，这足够让LDA学习他们的主题信息。这两个大规模数据用来检验PLDA+的加

速性能。实验采用同步的远端程序调用(synchronous remote procedure call，RPC)实

现PLDA+。实验在一个拥有2, 048台机器的分布式计算环境中进行，每台机器的

配置为2GHz的CPU，3GB内存和超过100GB的硬盘空间。

3.2.8 请求错过截止日期的影响

与AD-LDA论文 [89]类似，这里采用测试集合混淆度(test set perplexity)来度

量学习模型的质量。混淆度(perplexity)是自然语言处理中用来评价语言模

型(language model)的常用指标：

Perp(xtest) = exp
( − 1

N test log p(xtest)
)
, (3-9)

其中xtest表示测试集合，N test表示测试集合的大小。如果一个模型的混淆度越小，

说明它的预测能力越强，该模型的质量越好。对于LDA的混淆度计算，算法对每

个测试文档中的单词随机地划分为两部分，其中一部分用来估计文档的主题分

布θ j，另外一部分用来计算混淆度。LDA模型的混淆度的计算与 [82]相同，也就是

由于吉布斯采样的随机特性，算法需要进行多次不同的吉布斯采样，然后将不同

模型的混淆度求平均，这里进行了S = 40次不同的训练，然后计算：

log Pr(xtest) =
∑
j,w

Ctest
jw log

1
S

∑
k

θS
k jϕ

S
wk, (3-10)

其中Ctest
jw 是单词w在文档d j中出现的次数。其中

θk j =
CS

k j + α∑K
k=1 CS

k j + Kα
ϕwk =

CS
wk + β∑W

w=1 CS
wk +Wβ

(3-11)

通过计算NIPS数据集合上的混淆度，可以看到PLDA+的学习质量和收敛速度与单

机上的LDA以及PLDA类似，由于这个结论与AD-LDA论文 [89]类似，这里就不再

赘述。
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图 3.7 当丢弃比例为0.0，0.2，0.4，0.6和0.8的时候，混淆度与迭代次数之间的关系。

如第 3.2.4.3节的介绍，PLDA+会丢弃那些错过截止时间的请求。本章将

在NIPS数据集合上考察丢弃这些请求对学习质量的影响。首先定义丢弃比

例(missing ratio)δ为平均每轮吉布斯采样迭代中丢弃的请求数除以请求总数，这

个比例在[0.0, 1.0)中取值。实验通过随机丢弃δ比例的请求，来考察学习模型质量

的变化。在实验中，设置机器数为P = 50。图 3.7显示了当主题个数K = 10的时

候，不同丢弃比例δ下的混淆度随着迭代次数的变化情况。当丢弃比例小于60%的

时候，混淆度能够保持较优的情况。而当迭代次数为400的时候，丢弃比例

在20%和60%之间的混淆度基本相同。当然，没有丢弃的情况下，混淆度有2%的

优势。但是，2%的混淆度的下降不会造成学习模型质量的显著变化。图 3.8显示

了不同主题个数的情况下，收敛后的混淆度(400次迭代)与丢弃比例之间的关系。

可以看到，主题个数较多的模型会造成混淆度的较大幅度下降。而δ = 60%仍然

是一个比较合理的阈值，只要PLDA+保证丢弃比例不会高于60%，就能够学习到

较好的主题模型。而在实际环境中，丢弃比例往往低于1%，远低于这个60%的阈

值。虽然丢弃比例很大程度上依赖于计算环境和每台机器的工作量，这个实验的

结果证明，PLDA+在丢弃比例δ很大的情况下依然能够学习得到高质量的主题模

型。
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图 3.8 当在不同的主题个数下，混淆度与丢弃比例之间的关系。

3.2.9 加速性能

设计LDA的并行算法的主要目标是获得更好的加速性能。这里将考

察PLDA+的加速性能，并与PLDA进行比较。实验将在Wiki-20T和Wiki-200T上

进行加速性能实验。设主题个数为K = 1, 000，在Wiki-20T上考察机器数

目为P = 64, 128, 256, 512和1, 024下的加速性能，在Wiki-200T上考察机器数目

为P = 64, 128, 256, 512, 1, 024和2, 048下的加速性能。由于PLDA+有P = Pw + Pd，

并设置γ = 0.6，在线程池中的线程数为R = 50。根据第 3.2.5.2节的分析，

PLDA+的理想加速比为 1
1+γ = 0.625。

图 3.9比较了在Wiki-20T上的加速性能。加速性能是与机器数P = 64的时候

进行比较的，因为如此大规模数据在单台机器上会由于内存的限制无法运行。

这里假设P = 64的加速比为64。从该图可以观察到，当机器数目增加的时候，

PLDA+因为能够克服通信瓶颈所以能够获得比PLDA更优的加速性能。图 3.10显

示了在Wiki-20T上不同机器数目的情况下，通信时间和采样时间的对比。当机器

数P = 1, 024的时候，PLDA的通信时间为13.38秒，与采样时间几乎相同，这远大

于PLDA+的3.68秒。

从这个比较结果可以总结：
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图 3.9 在Wiki-20T数据集合上，从64台机器到1, 024台机器的加速情况。

1. 当机器数足够大时，如P = 512，PLDA+开始显示出比PLDA更优的加速性

能。

2. 而实际上，如果也把PLDA中不同机器用来互相等待的时间算入的话，

PLDA的加速性能将大打折扣。例如，在比较繁忙的计算环境中，当机器数

为P = 128的时候，PLDA大概需要花费70秒进行通信，而其中只有10是用

来传输词项-主题矩阵的，而其他绝大部分时间是用来机器之间的互相等待

的。

在更大的Wiki-200T数据上，如图 3.11所示，PLDA的加速性能在机器数

增长到P = 512后没有显著增长，而PLDA+能够保持几乎线性的加速性

能。对于PLDA+，并行发送的请求数为F = 100，线程数R = 50。在词项

数W = 200, 000和主题数K = 1, 000的时候，词项-主题矩阵占用1.6GB内存，这

对通信是一个很大的考验。在图 3.12中显示了这个数据上的通信时间和采样时

间的比较。PLDA+在从P = 64到P = 2, 048始终保持了通信时间短于采样时间。

当P = 2, 048的时候，PLDA+只需要20分钟完成100轮迭代，而PLDA要使用160的

时间。虽然Amdahl定律(Amdahl’s Law)最终会限制无限加速下去的可能，但很明

显，PLDA+能够获得比PLDA更显著的加速性能。
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图 3.10 在Wiki-20T数据集合上，从64台机器到1, 024台机器的通信和采样时间的比例。

以上的比较没有考虑预处理所花费的时间。实际上，根据第 3.2.5.2节的分

析，PLDA+的预处理时间与学习时间相比很短。例如，在P = 2, 048台机器上

用PLDA+学习Wiki-200T的主题模型的预处理时间仅需35秒，而数百次吉布斯采

样的迭代，每轮迭代都需要大约13秒时间。

3.2.10 加速算法PLDA+小结

为了解决已有LDA并行算法的瓶颈，本章提出了PLDA+并行算法。通过流水

线吉布斯采样算法，算法成功地解决了传统并行算法中的通信瓶颈问题。实验证

明，PLDA+算法能够在大规模数据上进行高效的学习。这为利用隐含主题模型研

究关键词抽取问题奠定了基础。

3.3 基于隐含主题模型的关键词抽取方法

一旦从大规模数据中学习得到主题模型后，利用隐含主题模型进行关键词抽

取的过程非常简单，主要分为两个步骤：

1. 获取文档中的候选关键词，这里仍然通过词性标注选取名词性短语作为候选

关键词。
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图 3.11 在Wiki-200T数据集合上，从64台机器到1, 024台机器的加速情况。

2. 根据从大规模语料学习得到的隐含主题模型，计算获取文档和候选关键词的

主题分布。

3. 计算文档和候选关键词的主题相似度，排序并选取最高的几个作为关键词。

由于第1步与上一章类似，这里将对第2和第3步分别详细介绍。

3.3.1 获取文档和候选关键词的主题分布

首先对于一个词w，可以根据公式(3-3)得到它在某个主题k上的概率:

Pr(k|w) =
Cwk + β∑K

k=1 Cwk + Kβ
(3-12)

当然同时也可以得到主题k中某个词w的概率：

Pr(w|k) = ϕwk =
Cwk + β∑W

w=1 Cwk +Wβ
(3-13)

这样，给定一个候选关键词p，它可能包括多个词，那么对于这个候选关键

词，可以计算：

Pr(p|k) =
∏
w∈p

Pr(w|k) (3-14)
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图 3.12 在Wiki-200T数据集合上，从64台机器到1, 024台机器的通信和采样时间的比例。

以及

Pr(k|p) =
Pr(p|k) Pr(k)

Pr(p)
=

nk

nt

∏
w∈p

Pr(w|k) (3-15)

其中 Pr(k)
Pr(p)由训练集合中主题k出现的次数除以p中的词项个数来近似。

而对于文档d j，类似于学习的过程，可以利用吉布斯采样，对其中的每个词

利用公式(3-2)赋予其主题，通过反复迭代直到收敛，然后根据文档中词的主题赋

予情况，根据公式(3-4)得到该文档的主题分布：

Pr(k|d j) =
Ck j + α∑K

k=1 Ck j + Kα
(3-16)

与学习的过程不同之处在于：在这里，已经学习的到的词项-主题矩阵是固定的，

也就是说这里并不需要更新词项-主题矩阵，而只需要不断更新文档-主题分布即

可。

3.3.2 计算文档和候选关键词相似度

这里可以采取以下几种方式来对文档中的关键词进行排序。
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首先，给定一个文档的主题分布Pr(k|d)和候选关键词的主题分布Pr(k|p)，可

以通过余弦相似度、KL距离等来计算两个主题分布之间的相似度来对候选关键词

进行排序。其中余弦相似度可以表示为：

cos(p; d) =
∑K

k=1 Pr(k|p) Pr(k|d)√∑K
k=1 Pr(k|p) Pr(k|p) ×

√∑K
k=1 Pr(k|d) Pr(k|d)

(3-17)

而KL-divergence是一个非对称的距离度量方法：

KL(t; d) =
K∑

k=1

Pr(k|p)log
Pr(k|p)
Pr(k|d)

(3-18)

此外，还有一种方法是采用预测似然度(predictive likelihood) [103]：

PL(p; d) =
K∑

k=1

Pr(p|k) Pr(k|d) (3-19)

这度量了给定文档d后，通过隐含主题产生某个关键词p的概率。

3.4 实验结果与分析

3.4.1 实验数据和评价指标

本章选取两个数据进行关键词抽取实验。其中一个数据来自Wan等人 1⃝，最

初用在论文 [19,20]中。这个数据包含了来自DUC2001 [104]œ308篇新闻文档，手工标

注了2, 488个关键词，平均每篇文档最多标注10个关键词，实验命名这个数据集

为NEWS。另外一个数据集来自Hulth，最初用在论文 [12]中，该数据包含2, 000个

论文摘要，手工标注了19, 254个关键词。在实验中称这个数据集为RESEARCH。

实验采用两种学习隐含主题模的方式： (1)利用NEWS和RESEARCH数据集

合学习主题模型； (2)利用维基百科学习主题模型。采用第二种方式的原因

是NEWS和RESEARCH包含文档数较少，可能不足以训练隐含主题模型，因此

需要利用上面提出的并行算法在维基百科英文词条上训练主题模型，这里选

用了2008年3月份的集合 2⃝来学习主题模型。在去除非词条页面，以及长度小

于100个词的词条后，得到2, 122, 618篇词条，然后根据词项的文档频度选取最高

的20, 000个作为词汇表。这里将每篇维基百科词条作为一篇文档，训练隐含主题

模型。实验尝试了主题个数从50到1, 500的各种可能。当遇到主题模型中没有出现

的词的时候，算法就返回一个均匀分布。

1⃝ http://wanxiaojun1979.googlepages.com。

2⃝ http://en.wikipedia.org/wiki/Wikipedia database。
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表 3.3 在NEWS数据集合上不同方法推荐M = 10个关键词时的效果比较。

方法 Precision Recall F1-Measure

TFIDF 0.239 0.295 0.264
TextRank 0.242 0.299 0.267

NEWS,PL,K = 50 0.258 0.318 0.285
Wiki,PL,K = 1500 0.267 0.329 0.294

实验采用准确率、召回率和F1值(precision/recall/F1-Measure)来评价关键词抽

取的效果，如公式(2-8)所示。

3.4.2 实验结果

首先图 3.13和图 3.14分别展示了NEWS和RESEARCH数据集合上，利用不同

数据学习隐含主题模型、采用不同相似度计算方法、设置不同的主题个数的效果

比较。其中，“NEWS”，“Wiki”表示训练的文档集合，PL等表示度量相似度的

方法，K表示设置的主题个数。这里，当在NEWS数据和RESEARCH数据集合上

学习LDA模型的时候，由于数据集合较小，所以设置的主题个数相对较少；而当

在Wikipedia集合上学习LDA模型的时候，由于数据规模较大，所以设置的主题个

数相对较多。从图中可以观察到：

1. 在Wkipedia上学习的主题模型比在NEWS/RESEARCH数据上学习的主题模

型表现相对较好，但是优势比较有限。这说明在大规模数据上学习的主题模

型在某个特定数据集合上应用的时候，面临着知识迁移的问题。

2. 预测似然度方法除了在RESEARCH数据上利用自身数据学习主题模型的效

果较差外，相对表现较好；余弦相似度方法除了在个别情况下，也能保持较

好的推荐效果；KL方法相对表现较差。

3. 大多数情况下，主题个数的设置在合理范围内对关键词抽取的影响较小。

为了进一步比较关键词抽取效果的有效性，在 3.3和表 3.4比较了TFIDF、

TextRank和两种学习主题模型方式的关键词抽取效果。从这里，可以看到利用主

题模型能够比较TFIDF和TextRank更有效地抽取关键词。由于本章与下章算法有

较大相关性，所以这里不给出示例，而在下章一并给出例子并作分析。这里没有

列出上章聚类算法的效果，是因为该算法在NEWS数据集合上的评价结果较差，

这是由于在这种较长的文档上聚类算法倾向于推荐出较多的关键词，但又没有办

法有效地判断他们的重要性。
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图 3.13 在NEWS数据集合上，在两种不同数据学习的隐含主题模型下的效果比较。
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图 3.14 在RESEARCH数据集合上，在两种不同数据学习的隐含主题模型下的效果比较。
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表 3.4 在RESEARCH数据集合上不同方法推荐M = 5个关键词时的效果比较。

方法 Precision Recall F1-Measure

TFIDF 0.333 0.173 0.227
TextRank 0.330 0.171 0.225

RESEARCH,cos,K = 50 0.343 0.178 0.234
Wiki,PL,K = 1500 0.349 0.181 0.238

3.5 本章小结

本章探索了利用文档外部的大规模文档集合，通过隐含主题模型构建文档主

题并进行关键词抽取。本章首先针对隐含主题模型训练速度较慢的瓶颈，提出了

一种高效的并行隐含主题模型，主要的思路是采用流水线的思想并行吉布斯采样

中的通信和计算部分，该算法在LDA的并行方面取得了巨大进展。然后，本章系

统考察了训练主题模型的文档集合、度量文档和候选关键词的主题相似度的不同

方法对关键词抽取的影响。实验证明，该方法能够更好地构建文档主题，并有效

抽取覆盖文档主题的关键词。
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第 4章 利用隐含主题模型和文档结构的关键词抽取方法 1⃝

上一章主要介绍了利用隐含主题模型进行关键词抽取的方法。但是这个方法

存在一个重要问题，就是没有考虑文档的结构信息。本章将提出一个综合利用隐

含主题模型和文档结构的关键词抽取方法。

4.1 基于隐含主题模型和基于文档结构方法的问题

第一章已经提到，进行关键词抽取主要有两种路线。一种是将关键词抽取当

作分类问题，即对每个候选关键词判断是否为关键词的二分类问题 [4]。这类方法

因为需要人工标注训练集合，费时费力，因此不适合网络上的大规模应用。

另外一个路线是无监督方法，采取各种手段对候选关键词进行排序，然后选

取最高的几个作为推荐关键词。在这个路线中，最流行的方法是TextRank [16]，一

种基于PageRank的图方法。该方法由于考虑了文档中词与词之间的同现关系，因

此比传统的TFIDF方法表现要优。

相比起TFIDF而言，图方法可以看作是对文档结构的一种建模。而上一章提

出利用隐含主题模型进行关键词抽取，虽然能够通过隐含主题考虑文档主题信息，

但是在另外一个方面，却没有考虑一篇文章本身中词与词之间的结构关系。

从图方法方面来看这个问题，已有的图方法如TextRank等，只为每个词维护

一个排序值。而实际上一篇文档可能包含多个不同的主题，例如本章包括“关键

词抽取”、“随机游走”和“隐含主题模型”三个主题。每个词可能在不同的主题

上表现出不同的重要性。例如，词“短语”和“抽取”会在“关键词抽取”这个

主题中占有重要地位，而单词“图”和“PageRank”会在“随机游走”这个主题

上占有重要位置，等等。

因此，本章提出一个综合考虑隐含主题模型和文档结构的关键词抽取方法。

该方法将隐含主题模型和基于随机游走的图方法结合在了一起。该算法将传统

的PageRank分解成在不同主题上的带偏好的PageRank。这样，每个词在不同的主

题上会有不同的PageRank排序值。最后根据文档的主题分布，可以计算得到每个

候选关键词的最终排序值，用以推荐关键词。这种基于隐含主题的PageRank算

1⃝ 本章主要内容以“Automatic Keyphrase Extraction via Topic Decomposition”为题作为学术论文发
表在2010年的国际学术会议“The Conference on Empirical Methods in Natural Language Processing
(EMNLP’10)”上。
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图 4.1 主题随机游走的关键词抽取方法流程。

法被称为Topical PageRank(TPR)。该方法能够使抽取关键词具有更好的主题覆盖

度。

4.2 基于隐含主题模型的图方法

基于隐含主题模型的图方法(Topical PageRank，TPR)通过两个阶段进行关键

词抽取：

1. 构建一个主题解释器(topic interpreter)来得到给定单词和文档的主题。

2. 运行TPR算法，从文档中抽取关键词。

其中第一步已经在上一章进行了比较详细的介绍。这里主要介绍TPR算法。

给定文档d，利用TPR进行关键词抽取主要包括四个步骤，如图 4.1所示：

1. 根据文档d中单词的同现关系，构建文档对应的单词图；

2. 在图上运行TPR算法，得到每个单词在不同主题上的PageRank值；

3. 在不同的主题上，根据单词在该主题上的PageRank值得到候选关键词在该

主题上的值；

4. 获得文档d的主题分布，综合不同主题上候选关键词的重要性，得到对候选

关键词的最终排序，选取排序最高的若干作为推荐关键词。

4.2.1 构建单词图

这里需要根据给定文档中单词的同现关系来构建同现图，这表示了在该文档

中词与词之间的语义关系。文档被当作一个单词序列，然后通过移动滑动窗口

不断向图中增加边。TextRank论文 [81]报告单词图是否有向对关键词抽取的影响不

大。这里选择构建一个有向图：在每个滑动窗口中，将该窗口中的第一个词指向

剩余的其他词。由于关键词一般都是名词短语，所以在构建图的时候，仅考虑形
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容词和名词。

4.2.2 Topical PageRank (TPR)

在介绍TPR之前，这里首先给出一些定义和符号。文档的单词图可以表示为：

G = (V, E)，其中的节点是文档中的名词和形容词V = {w1,w2, · · · ,wN}，其中的每

条边(wi,w j) ∈ E表示一条从单词wi到单词w j的链接。在一个单词图中，每个节点

表示一个单词，每条边表示单词之间的语义上的关联程度。边(wi,w j)上的权重可

以表示为e(wi,w j)，而单词wi的出度(out degree)表示为O(wi) =
∑

j:wi→w j
e(wi,w j)。

TPR是基于PageRank [15]的算法。PageRank作为Google成功的重要法宝而在研

究领域闻名，用于度量网络中节点的重要性。PageRank的基本思想是一个节点

的重要性取决于有多少重要的节点指向它，可以看作是网络中节点之间的推荐。

在PageRank中，一个词wi的重要性R(wi)定义为：

R(wi) = λ
∑

j:w j→wi

e(w j,wi)
O(w j)

R(w j) + (1 − λ) 1
|V | (4-1)

其中λ是一个衰减因子(damping factor)，取值范围是[0, 1]， |V |表示网络中的节

点个数。衰减因子表示每个节点有(1 − λ)的概率随机跳转到网络中的其他节

点，而有λ的概率随边跳转到该节点的邻居节点。PageRank值是通过迭代运行公

式(4-1)直到收敛后得到的。在公式(4-1)中的第二部分，也就是随机跳转部分，可

以看作是对PageRank的一种平滑，可以使图满足非周期和不可约的条件，从而可

以使PageRank能够收敛到稳定状态。在PageRank中，不同节点的第二部分经常设

为相同的值 1
|V |，这表示每个节点等概率地随机跳转到其他节点，没有任何偏好。

实际上，PageRank在公式(4-1)的第二部分也可以设置为非均匀分布(non-

uniformed)。假如对某些节点设置一个较大的概率，最终的PageRank将更加偏向

于这些节点。这种PageRank被称为带偏好的PageRank(Biased PageRank)。

Topical PageRank (TPR)的思想就是为每个隐含主题单独的运行带偏好

的PageRank [105,106]。每个主题相关的PageRank都会偏好那些与该主题有较大语

义相关度的单词。这个偏好就是通过设置随机跳转概率来实现的。

对每个主题z，可以为每个词设置偏好值(preference value)Prz(w)作为该词的

随机跳转概率，并保证
∑

w∈V pz(w) = 1。这样那些与主题z相关的词将被赋予较

大的偏好，在运行PageRank时，将有更大的概率被访问。对于主题z，带偏好

的PageRank值为:

Rz(wi) = λ
∑

j:w j→wi

e(w j,wi)
O(w j)

Rz(w j) + (1 − λ) Pr z(wi) (4-2)
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图 4.1显示了一个包含两个主题的例子。该图用节点的大小表示这个词与该

主题的相关程度。在两个主题的PageRank中，不同的词被赋给了较大的偏好值。

最后，这些词在不同主题下的PageRank中也得到了不同的PageRank值。

偏好值Prz(w)的设置会比较大地影响TPR的效果。这里尝试采用三种不同的方

式设置偏好值：

• Prz(w) = Pr(w|z)，表示给定主题z后，单词w的出现概率，这表示w在主题z中

所占的比例，也表示主题z有多大程度集中在单词w上。

• Prz(w) = pr(z|w)，表示给定单词w后，主题z的出现概率，这表示单词w有多

大程度集中在z上。

• Prz(w) = pr(w|z) × pr(z|w)，是以上两种概率的乘积，综合了两个方面的考虑，

这个度量受到了 [107]的影响。

PageRank和TPR都是迭代式的算法。终止算法的条件是当迭代次数达

到100次，或者两次相邻的迭代每个词的PageRank值的差别小于0.001。

4.2.3 利用主题相关的重要性进行关键词抽取

在获取每个词的排序情况后，对候选关键词进行排序。根据已有工作 [80]的

报告，大部分关键词都是名词短语，所以选取文档中的名词性短语作为候选关键

词。

文档候选关键词的获取方法如下：首先对文档进行预处理，并标注词性(part-

of-speech，POS)。在实验中采用Stanford POS Tagger 1⃝进行标注，所采用的标注模

型是left3words-distsim-wsj。然后根据正则表达式(adjective)*(noun)+选取关键

词，这个正则表达式意义是由0个或者多个形容词跟随1个或者多个名词组成的词

串。本章将这些词串看作候选关键词。

当选取了这些候选关键词后，算法根据TPR得到的单词的重要性对这些候

选关键词进行排序。在PageRank中，一个候选关键词p的重要性是其中每个词

的PageRank值之和R(p) =
∑

wi∈p R(wi) [16,19,20]。然后选取排序最高的M个作为关键

词。

TPR首先需要计算每个主题下，候选关键词的重要性：

Rz(p) =
∑
wi∈p

Rz(wi) (4-3)

然后，考虑文档的主题分布，将候选关键词在不同主题上的重要性总和为它最终

1⃝ http://nlp.stanford.edu/software/tagger.shtml。
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的重要性。设文档d在主题z上的概率为Pr(z|d)，那么对于每个候选关键词p，可以

计算它在文档中的重要性：

R(p) =
K∑

z=1

Rz(p) × Pr(z|d) (4-4)

根据每个候选关键词的重要性进行排序后，算法选取排序最高的M个作为关键

词。

4.3 实验结果与分析

与上一章类似，本章在NEWS和RESEARCH两个数据上进行关键词抽取实

验。这里也用两种学习隐含主题模的方式：(1)利用NEWS和RESEARCH数据集合

学习主题模型；(2)利用维基百科学习主题模型。

4.3.1 评价指标

实验将标准答案和抽取关键词都抽取它们的词干(stemming)后进行比

较，抽取词干的方法是利用Porter Stemmer 1⃝，实验采用准确率、召回率

和F1值(precision/recall/F1-Measure)和另外两种评测指标。可以发现，抽取关键

词的排序顺序也表示了关键词抽取效果。一个关键词抽取方法如果能够将正确答

案排得越高，那么说明它的效果越好。但是上述的准确率、召回率和F1值没有办

法考虑抽取关键词的顺序。因此，这里额外采用两种评价指标。

其中一个指标称为binary preference measure (Bpref) [108]。Bpref是考虑排序顺

序的评测指标。对于一个文档，如果在M个抽取的关键词中有R个是标准答案，其

中的准确抽取的用r表示，错误抽取的用n表示，那么Bpref通过以下公式计算：

Bpref =
1
R

∑
r∈R

1 − |n ranked higher than r|
M

(4-5)

另外一个方法称为mean reciprocal rank (MRR) [109]，用来度量每个文档第一个

被准确推荐的关键词的排名情况，对于一个文档d，用rankd来表示第一个被准确

推荐关键词的排名位置，那么MRR定义为：

MRR =
1
|D|
∑
d∈D

1
rankd

(4-6)

其中D是进行关键词抽取测试的文档集合。

1⃝ http://tartarus.org/∼martin/PorterStemmer。
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表 4.1 当推荐M = 10个关键词时，滑动窗口大小W对NEWS上关键词抽取的影响。

W Precision Recall F1-Measure Bpref MRR

5 0.280 0.345 0.309 0.213 0.636
10 0.282 0.348 0.312 0.214 0.638
15 0.282 0.347 0.311 0.214 0.646
20 0.284 0.350 0.313 0.215 0.644

4.3.2 参数对于TPR的影响

TPR中有四个参数可能会对关键词抽取的效果产生影响，分别是：

• 滑动窗口大小W；

• LDA的主题个数K；

• 不同的设置偏好值的方法Prz(w)；

• TPR中的衰减因子λ。

这里将分别考察这些参数对TPR进行关键词抽取结果的影响。除了被考察的

参数，其他参数设置为W = 10, K = 1, 000, λ = 0.3以及Prz(w) = Pr(z|w)，这些都

是TPR在NEWS和RESEARCH上获得最好结果的参数设置。

4.3.2.1 滑动窗口大小W

在NEWS的实验中，在表 4.1中展示TPR进行关键词抽取的效果随滑动窗

口W从5到20的变化，可以发现效果的变化与论文 [19]中的情形类似，也就是当滑

动窗口变化的时候，算法效果变化不大，而且当W适中的时候，如W = 10或W =

15，算法效果达到最优。

类似的，在RESEARCH数据上，当W从2到10变化时，TPR效果也变化不大。

但是可以发现TPR在RESEARCH上当W = 20的时候效果变差。这个现象的原因

在于RESEARCH本身较短，每篇摘要平均仅有121个词，要远短于NEWS的704个

词。如果在RESEARCH上将滑动窗口大小W设置得过大，建立的图将成为全连通

图，因为任意两个节点都有可能相连，这将不能够有效捕捉文档的结构信息。

4.3.2.2 隐含主题模型的主题个数K

图 4.2显示了TPR当隐含主题个数K不同，学习LDA模型的数据集合不同时，

在NEWS上的准确率-召回率曲线。可以发现抽取效果并没有随着主题个数变

化有明显波动，也没有随着学习LDA模型的训练集合的变化而有剧烈变化。

在RESEARCH上表现类似的趋势，这表明TPR能够非常鲁棒地利用LDA获取文档

和单词的主题分布，进行关键词抽取。
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图 4.2 当隐含主题个数K不同，学习LDA模型的数据集合不同时，在NEWS上的准确

率-召回率曲线，M取值范围是1到20。

表 4.2 当推荐M = 10个关键词时，LDA主题个数K对NEWS上关键词抽取的影响。

K Precision Recall F1-Measure Bpref MRR

50 0.268 0.330 0.296 0.204 0.632
100 0.276 0.340 0.304 0.208 0.632
500 0.284 0.350 0.313 0.215 0.648

1000 0.282 0.348 0.312 0.214 0.638
1500 0.282 0.348 0.311 0.214 0.631
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图 4.3 当λ = 0.1, 0.3, 0.5, 0.7, 0.9，在NEWS上推荐M从1到20的准确率变化。

4.3.2.3 衰减因子λ

TPR的衰减因子λ会影响随机游走的过程中，随着边跳转(公式(4-2)中的第一

部分)和随机跳转也就是偏好部分(公式(4-2)中的第二部分)的比例。在图 4.3、

图 4.4和图 4.5中，实验展示了当λ = 0.1, 0.3, 0.5, 0.7, 0.9时，推荐1到20个关键

词的时候，准确率、召回率和F1值的变化情况。从该图可以看到，当λ取值

为0.2到0.7之间的时候，TPR的效果不错。Bpref和MRR也能够随着λ的变化保持稳

定。

4.3.2.4 偏好值Prz(w)

最后，实验考察不同的偏好值设置Prz(w)对TPR进行关键词抽取的影响，偏好

值的设置如公式(4-2)所示。表 4.3展示了在NEWS上推荐M = 10的时候，不同偏好

值对抽取效果的影响。从该表可以发现Pr(z|w)表现最佳，这与在RESEARCH上的

观察类似。

在关键词抽取任务中，需要发现能够准确表示文档主题的关键词。因此，并

不需要在许多主题中都出现的那种常用词。而Pr(w|z)通常会根据一个词在这个主

题下出现的频度给予偏好值，因此，那些常用词会在很多主题上都得到较高的值，
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图 4.4 当λ = 0.1, 0.3, 0.5, 0.7, 0.9，在NEWS上推荐M从1到20的召回率变化。

表 4.3 在NEWS上推荐M = 10的时候，偏好值设置对TPR关键词抽取的影响。

偏好值 Precision Recall F1-Measure Bpref MRR

Pr(w|z) 0.256 0.316 0.283 0.192 0.584
Pr(z|w) 0.282 0.348 0.312 0.214 0.638
prod 0.259 0.320 0.286 0.193 0.587

从而在最终的排序中拔得头筹。与此不同，Pr(z|w)则偏好那些专注于该主题的单

词，使用Pr(z|w)来设置偏好值，能够抽取出那些与主题密切相关的关键词。

4.3.3 与其他方法的比较

通过在NEWS和RESEARCH上系统考察过不同参数对TPR进行关键词抽取的

影响后，这里开始与TFIDF，TextRank和LDA比较关键词抽取的效果。

TFIDF根据每个词在文档中的TFIDF值来计算其重要性，即R(w) = t fw ×
log(id fw)。而在TextRank中，每个词的重要性是通过公式(4-1)来度量的，这两种

方式都没有采用主题信息。

LDA则是通过文档和单词的主题分布相似度来计算单词的重要性。给定文

档d和单词w，有很多方法计算他们之间的相似度，如余弦相似度、预测似然度以

58



第 4 章 利用隐含主题模型和文档结构的关键词抽取方法

1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16 17 18 19 20
Keyphrase Number

 

λ=0.1
λ=0.3
λ=0.5
λ=0.7
λ=0.9

图 4.5 当λ = 0.1, 0.3, 0.5, 0.7, 0.9，在NEWS上推荐M从1到20的F1值变化。

表 4.4 在NEWS上推荐M = 10个关键词的时候的不同方法的效果。

方法 Precision Recall F1-Measure Bpref MRR

TFIDF 0.239 0.295 0.264 0.179 0.576
TextRank 0.242 0.299 0.267 0.184 0.564

LDA 0.267 0.329 0.294 0.200 0.558

TPR 0.282 0.348 0.312 0.214 0.638

及KL距离 [103]等。这里仅展示在上一章中分别在NEWS和RESEARCH表现最优的

结果，即在Wikipedia上训练LDA模型、设置K = 1500、并采用预测似然相似度的

结果。

表 4.4和表 4.5比较了在NEWS和RESEARCH上不同方法进行关键词抽取的效

果。由于在NEWS上平均每篇文档人工标注的关键词个数要多于RESEARCH，因

此对NEWS设置抽取M = 10个关键词，而对RESEARCH设置抽取M = 5个关键词。

在NEWS和RESEARCH的参数设置已经在第 4.3.2节描述过。

从这两个表格，实验有以下观察：

1. 首先，TPR在两个数据集合上都优于其他所有的方法。该提高通过了95%置

信度的显著性检验。这表明TPR进行关键词抽取的有效性和鲁棒性。
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表 4.5 在RESEARCH上推荐M = 5个关键词的时候的不同方法的效果。

方法 Precision Recall F1-Measure Bpref MRR

TFIDF 0.333 0.173 0.227 0.255 0.565
TextRank 0.330 0.171 0.225 0.263 0.575

LDA 0.349 0.181 0.238 0.225 0.571

TPR 0.354 0.183 0.242 0.274 0.583
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图 4.6 在NEWS上的准确率-召回率曲线，M取值范围是1到20。

2. 其 次， 在 评 价 指 标 准 确 率、 召 回 率 和F1值 上， LDA的 表 现 优

于TFIDF和TextRank。但是LDA的MRR值则要低于TFIDF和TextRank，这说

明LDA没有办法很好地准确抽取第一个关键词，原因主要在于：(1) LDA没

有考虑文档的结构信息，如TextRank那样；(2)LDA也没有考虑单词在文档中

的词频信息，如TFIDF那样。而TPR则同时具有LDA和TFIDF/TextRank的优

势。

更重要的是，图 4.6和 4.7显示了四个方法在NEWS和RESEARCH上的准确

率-召回率曲线，每条曲线上的一个点代表推荐不同的关键词个数M时的评价结

果，这条曲线接近于右上方，该方法性能越高。实验证明TPR具有较大的优势。
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图 4.7 在RESEARCH上的准确率-召回率曲线，M取值范围是1到20。

4.3.4 抽取结果示例

最后，表 4.6给出利用TPR进行关键词抽取的例子。该文档是一篇新闻，

标题为“Arafat Says U.S. Threatening to Kill PLO Officials”(DUC2001中的文档号

为AP880510-0178)，全文参考附录 A。这里仅列出前10个关键词，其中推荐正

确的用“(+)”标识。表中同时还在每个方法后列出它推荐对了多少个关键词，

如TPR后的“(+7)”，表示TPR正确推荐了7个关键词。此外还列出了该文档的排

名前三的主题以及在该主题下的关键词。很显然，这些主题分别是关于巴勒斯

坦(“Palestine”)，以色列(“Israel”)和恐怖主义(“terrorism”)的，这也表明算法推荐的

关键词对文档主题有比较好的覆盖度，同时也能够保证关键词之间具有一定的差

异性。通过将这些主题相关的关键词融合在一起，算法得到了这篇文章的关键

词。

为了更直观地展示TPR算法抽取关键词的性能，下面利用Wordle技术 [110] 1⃝对

上述示例进行可视化，如图 4.8所示，是TPR对上述示例新闻文档推荐关键词的可

视化，图中的关键词的大小与关键词的TPR值相关，TPR值越大的关键词在可视

化中越大。图 4.9、图 4.10和图 4.11分别展示了该文档的三个最重要的主题下关键

1⃝ 相关可视化工具可以通过http://wordle.net/访问。
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表 4.6 TPR抽取关键词示例，文档全文参考附录 A。

TPR (+7)
PLO leader Yasser Arafat(+), Abu Jihad, Khalil Wazir(+), slaying Wazir, po-
litical assassination(+), Palestinian guerrillas(+), particulary Palestinian cir-
cles, Israeli officials(+), Israeli squad(+), terrorist attacks(+)

TPR，，，文文文档档档主主主题题题排排排名名名第第第1的的的“Palestine”
PLO leader Yasser Arafat(+), United States(+), State Department spokesman
Charles Redman, Abu Jihad, U.S. government document, Palestine Libera-
tion Organization leader, political assassination(+), Israeli officials(+), alleged
document

TPR，，，文文文档档档主主主题题题排排排名名名第第第2的的的“Israel”
PLO leader Yasser Arafat(+), United States(+), Palestine Liberation Organi-
zation leader, Israeli officials(+), U.S. government document, alleged docu-
ment, Arab government, slaying Wazir, State Department spokesman Charles
Redman, Khalil Wazir(+)

TPR，，，文文文档档档主主主题题题排排排名名名第第第3的的的“terrorism”
terrorist attacks(+), PLO leader Yasser Arafat(+), Abu Jihad, United S-
tates(+), alleged document, U.S. government document, Palestine Liberation
Organization leader, State Department spokesman Charles Redman, political
assassination(+), full cooperation

词的排名情况。由这些可视化图例可以直观地看到，TPR不仅可以有效地推荐关

键词，而且还能够按照不同的主题对关键词进行排序。这样，如果用户对某个主

题的关键词特别感兴趣，TPR还可以推荐某个特定主题下的关键词。

表 4.7显示了其他几个方法抽取的结果。对于TFIDF，它仅仅考虑文档的词频

信息，因此会将含有“PLO”的候选关键词排得特别高，因为这个“PLO”出现16次

之多，也因此忽略率与主题“Israel”相关的关键词。LDA由于仅通过主题相似度选

取关键词，没有考虑文档主题，因此可能会忽略词频较高的关键词，如LDA没有

抽取“political assassination”，而单词“assassination”在文档中出现8次之多。

4.4 本章小结

本章针对仅利用文档结构信息进行关键词抽取(如TextRank)和仅利用隐含主

题模型进行关键词抽取存在的问题，提出一种综合利用隐含主题模型和文档结构

信息的关键词抽取方法，Topical PageRank。该方法是一种基于主题的随机游走模

型，在每个主题上运行PageRank，计算词在不同主题下的PageRank值。该方法一

方面能够通过隐含主题模型构建文档主题，同时能够通过文档图的随机游走模型
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图 4.8 TPR附录 A新闻文档抽取关键词的可视化。

图 4.9 TPR对附录 A新闻文档主题“Palestine”下关键词的可视化。
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图 4.10 TPR对附录 A新闻文档主题“Israel”下关键词的可视化。

图 4.11 TPR对附录 A新闻文档主题“terrorism”下关键词的可视化。
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表 4.7 其他方法抽取关键词示例。

TFIDF (+5)
PLO leader Yasser Arafat(+), PLO attacks, PLO offices, PLO officials(+),
PLO leaders, Abu Jihad, terrorist attacks(+), Khalil Wazir(+), slaying wazir,
political assassination(+)

TextRank (+3)
PLO leader Yasser Arafat(+), PLO officials(+), PLO attacks, United S-
tates(+), PLO offices, PLO leaders, State Department spokesman Charles
Redman, U.S. government document, alleged document, Abu Jihad

LDA (+5)
PLO leader Yasser Arafat(+), Palestine Liberation Organization leader, Khalil
Wazir(+), Palestinian guerrillas(+), Abu Jihad, Israeli officials(+), particulary
Palestinian circles, Arab government, State Department spokesman Charles
Redman, Israeli squad(+)

考虑文档结构为关键词抽取提供信息，实验证明，该方法能够综合隐含主题模型

和文档结构信息进行关键词抽取的优势，有效抽取关键词，使关键词对文档主题

具有更好的覆盖度。
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第 5章 基于文档与关键词主题一致性的关键词抽取方法 1⃝

前面三章主要探讨了如何利用文档主题结构进行关键词抽取，提高抽取关键

词对文档主题的覆盖度。本章将以文档与关键词的主题一致性作为前提，探讨如

何解决文档与关键词的词汇差异问题，更好地度量文档与关键词之间的语义相关

性。

5.1 词汇差异问题与文档与关键词的主题一致性

词汇差异是文档和关键词之间的常见现象，具体表现在，很多关键词在文

档中出现的次数并不多，无法用传统简单的统计方式(如TFIDF和TextRank)抽取出

来。而更严重的情况是，当文档较短的时候，很多关键词甚至都没有在文档中出

现过。

那应当如何解决这个问题呢？已经有一些方案可以在一定程度上缓解词汇差

异问题，其大致思路是依赖该文档外部的资源提供更丰富的信息，帮助建立文档

与关键词之间的语义映射。

一个典型的方法是ExpandRank [19,20]。这是基于TextRank的算法，基本思想

是，当需要给某个文档抽取关键词的时候，在构建单词图的时候，除了考察该文

档中词与词的同现关系外，还寻找文档集合中与该文档最相似的k个文档，也将他

们中词与词的同现关系加入到该图中。这样可以通过近邻文档中的单词之间的关

系，在词网中添加更加丰富和精确的语义信息，从而在一定程度上缓解词汇差异

问题。

另外一个典型的方法是采用隐含主题模型进行关键词抽取。这类方法由于是

通过主题相似度推荐关键词，避免了传统的基于统计信息的方式推荐关键词的弊

端，也能够一定程度上缓解词汇差异问题。

但是这两种方法各自有不可克服的问题。这里可以将ExpandRank看作是在

文档层次引入外部信息。当文档集合中含有与该文档高度相关的信息的时候，

ExpandRank可以取得较好的效果。但是正是由于引入的过程是以文档为单位的，

所以往往会引入噪音。例如当邻居文档虽然也在描述与给定文档相关的主题，但

1⃝ 本章主要内容以“Automatic Keyphrase Extraction by Bridging Vocabulary Gap”为题作为学术论文发表
在2011年的国际学术会议“The 15th Conference on Computational Natural Language Learning (CoNLL’11)”
上。
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是也涉及了一些给定文档并未涉及的主题，这些主题也会被当作外部信息引入到

词图中，这往往会导致推荐关键词发生主题漂移(topic drift)的现象。而对于隐含

主题模型，则可以看作是在主题层次引入外部信息，这种方法往往倾向于推荐在

主题中经常出现的词，这样往往会导致推荐的关键词倾向于常用词。

本章提出一种在词汇层次上引入外部信息的方法，也就是利用统计机器翻译

的词对齐技术在大规模文档集合上学习文档中的词与关键词之间的语义关系，从

而在给定文档和关键词之间建立精确的语义映射，能够推荐更相关的关键词。

作为解决词汇差异问题的方法，机器翻译模型已经被广泛应用于信息检

索(information retrieval) [111,112]，图像视频标注(image and video annotation) [113]，问

答系统(question answering) [114–118]，查询扩展和重写(query expansion and rewrit-

ing) [119–121]，文档摘要(document summarization) [122]，搭配提取(collocation extrac-

tion) [123,124]和复述生成(paraphrasing) [125,126]。

本章将考察机器翻译模型的词对齐技术在关键词抽取中的效果，验证其解决

文档与关键词的词汇差异问题的有效性。

5.2 基于统计机器翻译词对齐技术的关键词抽取

首先，设文档集合为D，其中每篇文档d ∈ D。关键词抽取的目的是按照

给定文档d的似然度对候选关键词进行排序，也就是对所有候选关键词p ∈ P，

计算Pr(p|d)，其中P是候选关键词集合。然后，选择前M个作为文档关键词，这

里M可以是事先给定的，也可以由系统自己确定。文档d可以看作是一个词的序

列wd = {wi}Nd
1 ，其中Nd是文档d的长度。

图 5.1展示了利用词对齐进行关键词抽取的算法流程。本章将算法划分为三

个步骤：准备翻译对，训练翻译模型和对给定文档抽取关键词。接下来将分别详

细介绍这三步。

5.2.1 准备翻译对

词对齐模型的训练集合需要包含大量的句子级别的翻译对。在关键词抽取任

务中，需要准备足够的翻译对来表达文档和关键词之间的翻译关系。这里提出

两种为关键词抽取准备翻译对的方式：“文档-标题”翻译对和“文档-摘要”翻译

对。
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输输输入入入：：：文档集合D。

1. 准准准备备备翻翻翻译译译对对对：：： 对每个文档d ∈ D，有两种准备翻译对的方式：

• “““文文文档档档-标标标题题题”””翻翻翻译译译对对对。使用文档的标题td准备翻译对，表示为⟨D,T ⟩。
• “““文文文档档档-摘摘摘要要要”””翻翻翻译译译对对对。使用文档的摘要sd准备翻译对，表示为⟨D, S ⟩。

2. 训训训练练练翻翻翻译译译模模模型型型：：：给定翻译对，例如⟨D,T ⟩，使用词对齐模型训练词到词的翻

译模型Pr⟨D,T ⟩(t|w)，其中w是文档中的词，t是标题中的词。

3. 关关关键键键词词词抽抽抽取取取：：：对给定文档d，根据翻译模型如Pr⟨D,T ⟩(t|w)等进行关键词抽取。

(a) 度量文档中每个词w的重要性Pr(w|d)；

(b) 计算每个候选关键词p的重要性：

Pr(p|d) =
∑
t∈p

∑
w∈d

Pr ⟨D,T ⟩(t|w) Pr(w|d) (5-1)

(c) 根据Pr(p|d)排序结果，选择最高的M个作为文档d的关键词。

图 5.1 利用词对齐模型进行关键词抽取的算法流程。

5.2.1.1 “文档-标题”翻译对

文档的标题往往是对文档内容的简短摘要。大多数情况下的文档，如学术论

文、新闻报道等都会有标题。因此，可以利用标题作为对关键词语言的近似，与

文档一起构建“文档-标题”翻译对。

词对齐模型假设每个翻译对的长度基本一致。然而，“文档-标题”对的长度

往往差别很大，一篇文档的长度要远长于标题。如果直接将这些长度不平衡的翻

译对送给词对齐模型学习，往往会造成学习的翻译模型效果较差。因此，这里提

出两种方法来解决这种长度不平衡的问题：抽样方法(sampling method)和分割方

法(split method)。

抽样方法会对文档中的词进行抽样，从而得到一个新的“文档”，使得它

的长度与标题长度相当。假设文档和标题长度分别为Nd和Nt。那么对于文档d，

首先建立它的词袋模型bd = {(wi, ei)}Wd
i=1，其中Wd是文档d中出现的所有词项(word

type)的个数，也就是每个词不管重复出现多少次，只算一次，而ei表示文档d中

词wi的权重。

本章采用TFIDF(term frequency–inverse document frequency)作为词在文档中

的权重。根据bd进行Nt次带放回的抽样，最后得到一个新的包含Nt个词的词袋来

代表文档d。在抽样的结果中，保留了文档d中最重要的词，这样可以在保证不丢

失文档主要语义的前提下实现翻译对在长度上的平衡性。在图 5.2中展示了抽样
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1: 输输输入入入：：： 文档d和它的标题td。文档长度为Ld，标题长度为Lt。

2: 将文档表示为词袋模型wd = {(wi, ei)}Nd
i=1，其中ei是词wi在文档d中的权重。

3: for i from 1 to Lt do

4: 从wd中根据词的权重带放回地抽取一个词w；

5: 将词w放入词袋w′d中。

6: end for

图 5.2 抽样方法算法流程。

1: 输输输入入入：：： 文档d和它的标题td。

2: 将文档d分割为多个句子sd = {si}S d
i=1，S d表示句子个数。

3: for i from 1 to S d do

4: 计算句子si与标题td之间的语义相似度sim(si, td)。

5: if sim ≥ δ then

6: 将翻译对(si, td)放入训练集合。

7: else

8: 丢弃si。

9: end if

10: end for

图 5.3 分割方法算法流程。

方法算法流程。

分割方法将文档分割为句子，这样每个句子与标题能够保持较为相似的长

度。但是并不是所有的句子都与标题存在翻译关系。因此，对于每个句子，计算

它与标题之间的语义相似度。有多种方法来计算标题和句子之间的语义相似度。

这里选用向量空间模型(vector space model)表示句子和标题，然后利用余弦相似

度(cosine similarity)来度量他们之间的相似度。如果相似度大于某个预先定义好的

阈值δ，就将其作为翻译对放入训练集合，否则就将这对“句子-标题”丢弃。在

图 5.3中，展示了分割方法算法流程。

抽样方法和分割方法各有特点。与分割方法相比，抽样方法会在抽样过程中
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丢失一些词汇信息。但是分割方法会产生比抽样方法更多的翻译对(抽样方法的翻

译对个数为O(D)，而分割方法的翻译对个数为O(D × S d)，其中S d表示文档集合中

平均每个文档的句子个数)，这将使词对齐训练过程更长，在接下来的实验环节，

将比较两种方法的效果和效率。

5.2.1.2 “文档-摘要”翻译对

对于大部分学术论文，作者通常会同时提供摘要来概括文档主题。许多新闻

文档也会有编辑者提供的摘要。假如每篇文档有摘要信息，算法可以利用摘要和

文档构建翻译对进行词对齐学习翻译模型。这里同样可以使用抽样方法或者分割

方法来让翻译对的长度具有平衡性。不同之处在于摘要往往也包含多个句子，因

此分割方法需要同时对摘要和文档进行分割，选取那些相似度超过阈值的句子对

作为翻译对放入训练集合。

5.2.2 机器翻译的词对齐技术

本章主要采用IBM Model-1 [127]进行词对齐。IBM Model-1是最为广泛应用的

词对齐算法。该模型不需要任何语言学知识，仅仅根据大规模翻译对中的同

现关系来学习翻译概率。实验也尝试过使用更复杂高级的词对齐模型，如IBM

Model-3等，但是发现这些高级模型并没有得到更好的关键词抽取效果，因此在本

章将只介绍和展示IBM Model-1的结果。

不失一般性，在接下来介绍IBM Model-1的时候所使用的翻译对是“文

档-标题”对⟨wd,wt⟩。在IBM Model-1中，每个翻译对⟨wd,wt⟩中，文档语言wd =

{wi}Ld
i=0和标题语言wt = {ti}Lt

i=0之间的翻译关系是通过隐含变量a = {ai}Ld
i=1来描述的。

该变量代表了从文档中的词到标题中的词的映射关系：

Pr(wd |wt) =
∑

a
Pr(wd, a|wt) (5-2)

例如a j = i表示文档wd中在位置 j的词w j被对齐到了标题wt中在位置i的词wt。对齐

变量a还包括一个对到“空词”(empty word)的对齐a j = 0，表示文档中在位置 j的

词w j被对其到一个空的词上。IBM Model-1可以利用期望最大化算法(Expectation-

Maximization，EM) [128]进行无监督训练。利用IBM Model-1可以得到两种语言词

汇的翻译概率，也就是Pr(wt|wd)和Pr(wd|wt)，其中wd是文档词汇，而wt是标题词

汇。IBM Model-1的训练过程如图 5.4所示。

IBM Model-1将会产生从一种语言到另外一种语言的“一对多”的对齐，所

以学习得到的翻译模型是非对称的。也就是说利用“文档-标题”对进行学习和利
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1: 输输输入入入：：： 翻译句对d和t

2: 输输输出出出：：： 翻译概率Pr(wt|wd)

3: 按照均匀分布初始化Pr(wt|wd)

4: while 没有满足收敛条件 do

5: 对所有的t和w设count(wt|wd) = 0

6: 对所有的w设count(wd) = 0

7: for 每个翻译对(d, t) do

8: for t中的每个词wt do

9: 设s − total(t) = 0

10: for d中的每个词wd do

11: 设s − total(wt)+ = t(wt|wd)

12: end for

13: end for

14: for t中的每个词wt do

15: for d中的每个词wd do

16: 设count(wt|wd)+ = Pr(wt |wd)
s−total(wt)

17: 设count(wd)+ = Pr(wt |wd)
s−total(wt)

18: end for

19: end for

20: end for

21: for 文档中的每个词wd do

22: for 标题中的每个词wt do

23: 计算 Pr(wt|wd) = count(wt |wd)
wd

24: end for

25: end for

26: end while

图 5.4 词对齐模型IBM Model-1的训练过程 [129]。
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用“标题”-文档”对进行学习，得到的翻译概率是不同的。因此可以利用同一个

翻译对语料库学习得到两种翻译概率，一种是利用(文档→标题)学习得到的，另

外一种是利用(标题→文档)学习得到的。这里将前一种翻译模型表示为Prd2t，将后

一种翻译模型表示为Prt2d。算法定义Pr⟨D,T ⟩(t|w)为两种翻译模型的调和平均：

Pr ⟨D,T ⟩(t|w) ∝
( λ

Prd2t(t|w)
+

(1 − λ)
Prt2d(t|w)

)−1
, (5-3)

其中λ是调和系数，用来融合两种翻译模型，当λ = 1.0或者 λ = 0.0的时候，这个

翻译模型将仅使用Prd2t或者Prt2d。利用这个翻译模型Pr(t|w)，能够将存在词汇差异

的文档和关键词建立语义上的映射。

5.2.3 基于词对齐技术的关键词抽取方法

给定文档d，通过计算似然度Pr(p|d)来对候选关键词p进行排序。每个候选关

键词p可能包含多个词。如 [12]所示，大多数关键词是名词短语。因此，跟随大

部分已有工作 [16,19,20]，利用词性标注信息选取文档中的名词短语作为候选关键

词。对于每个词t，可以计算它给定文档d的似然度Pr(t|d) =
∑

w∈d Pr(t|w) Pr(w|d)，

其中Pr(w|d)是文档d中词w的权重，这里使用归一化的TFIDF值；而Pr(t|w)是词对

齐模型学习得到的翻译概率。这里将候选关键词中每个词的值相加得到候选关键

词的值，也就是Pr(p|d) =
∑

t∈p Pr(t|d)。总之，候选关键词的值可以通过图 5.1中的

公式(5-1)计算。根据排名，选取最高的M个作为关键词。

5.3 实验结果与分析

为了验证方法效果，实验从163.com上抓取了13, 702篇中文新闻作为文档集

合。这些新闻包括了多个主题，如科学、技术、政治、体育、文化、社会和军事

等。所有的新闻文档都被编辑者手工标记了关键词，而这些关键词均来自文档正

文。每篇新闻也同时提供标题和名为“核心提示”的摘要。

在这个文档集合中，文档有72, 900个词项，关键词中有12, 405个词项。每篇

文档、标题和摘要的平均长度分别为971.7个词、11.6个词和45.8个词。每篇文档

平均有2.4个关键词。实验将采用标题和摘要来构建翻译对。

实验选用GIZA++ 1⃝ [130]来训练IBM Model-1。GIZA++是最为广泛应用的词

对齐工具，它实现了IBM Model-1到IBM Model-5以及一个HMM词对齐模型。

1⃝ http://code.google.com/p/giza-pp/
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为了验证方法的效果，实验采用163.com为新闻标注的关键词作为标准答案。

如果一个系统推荐的关键词与标准答案完全匹配，则认为该关键词推荐正确。

这里同样采用准确率、召回率和F1进行评价。实验结果都是采用5等分交叉检

验(5-fold cross validation)得到的。

5.3.1 关键词抽取效果评价

5.3.1.1 比较与分析

这里采用四种典型的无监督方法与基于词对齐的关键词抽取方法进行比较。

这四种方法分别是：TFIDF，TextRank [81]，ExpandRank [19,20]和LDA [65]。为了进行

比较，接下来将基于词对齐的方法表示为WAM。

图 5.5展示了不同关键词抽取方法的准确率-召回率曲线图，包括：TFIDF，

TextRank，ExpandRank，LDA，基于“文档-标题”对和抽样方法的WAM(Title-

Sa)，基于“文档-标题”对和分割方法的WAM(Title-Sp)，基于“文档-摘要”

对和抽样方法的WAM(Summ-Sa)，以及基于“文档-摘要”对和分割方法

的WAM(Summ-Sp)。对于WAM，设置调和系数λ = 1.0，阈值δ = 0.1，这是得到最

优结果的参数。这些参数对关键词抽取效果的影响将稍后展示。对于TextRank，

LDA和ExpandRank，实验均汇报其经参数调整后的最优结果。例如LDA中隐含主

题个数为K = 400，ExpandRank中近邻文档数设置为k = 5。

在一条准确率-召回率曲线上，每个点分别表示推荐不同数目关键词时的评

价结果，从右下方法的M = 1到左上方的M = 10。一条准确率-召回率曲线越靠

近右上方，就说明这个方法的效果总体越好。表 5.1同时展示了不同方法在推

荐M = 2个关键词的时候的准确率、召回率和F1值。这里选择M = 2是因为这个文

档集合上平均每篇文档的关键词数目是2.4，而且WAM在M = 2的时候F1值最高。

表 5.1还在F1值±后面展示了5等分之间的方差。从图 5.5和表 5.1可以得到以下结

论：

首先，基于词对齐的关键词抽取方法要优于其他所有方法，这表明从

翻译的角度看待文档-关键词的关系是可行的。当面对词汇差异问题的时候，

TFIDF和TextRank基本束手无策。ExpandRank采取的策略是从文档层面利用外部

信息，这会引入许多噪音。LDA则是从主题的层面利用外部信息，隐含主题往往

粒度较粗。与这些方法不同，基于词对齐的方法在词语的层次上利用外部信息在

存在差异的词汇之间建立映射关系，可以有效地避免主题漂移问题。因此，基于

词对齐的关键词抽取方法能够更好地解决关键词的词汇差异问题。
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图 5.5 不同关键词抽取方法的准确率-召回率曲线。

表 5.1 当抽取M = 2个关键词时，不同方法的准确率、召回率和F1值。

方法 Precision Recall F1-Measure

TFIDF 0.187 0.256 0.208±0.005
TextRank 0.217 0.301 0.243±0.008

LDA 0.181 0.253 0.203±0.002
ExpandRank 0.228 0.316 0.255±0.007

Title-Sa 0.299 0.424 0.337±0.008
Title-Sp 0.300 0.425 0.339±0.010

Summ-Sa 0.258 0.361 0.289±0.009
Summ-Sp 0.273 0.384 0.307±0.008
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第二，无论是基于抽样方法还是分割方法，“文档-标题”翻译对学习的翻译

模型比“文档-摘要”翻译对学习的翻译模型效果要好。这说明标题比摘要更接近

关键词语言，这也与人们的直观相符合，因为标题往往比摘要更重要和精炼。同

时，利用“文档-标题”对也能够节省翻译模型的训练时间。

最后，分割方法比抽样方法效果要优。这个原因在于分割方法能够产生比抽

样方法更多的有效翻译对。

5.3.1.2 参数的影响

现在考察一下参数对基于词对齐的关键词抽取的影响。这里以取得最好效果

的基于“文档-标题”翻译对和利用分割方法为例进行考察。基于词对齐的关键词

抽取的主要参数包括：调和因子λ (参见公式(5-3)和阈值δ。

调和因子λ控制了两个方向的翻译对训练的翻译模型的贡献比例，也就是公

式(5-3)中的Prd2t(t|w)和Prt2d(t|w)。而阈值δ则是用来去除相似度较小的句子对。

图 5.6展示了不同调和因子下的准确率-召回率曲线，调和因子的取

值为从0.0到1.0，步长是0.2，从该图可以看到，翻译模型Prd2t(t|w) (也就是

当λ = 1.0时)的效果要明显好于Prt2d(t|w) (也就是当λ = 0.0时)。这说明，仅仅

采用一个方向上的翻译模型 Prd2t(t|w)就可以达到最优的效果。

图 5.7展示了阈值δ从0.01到0.90变化时的准确率-召回率曲线。在利用分割

方法将“文档-标题”翻译对构成训练集合时，如果没有过滤任何“句子-标题”

对(也就是δ = 0)，翻译对总数是347, 188。而当δ = 0.01，0.10和0.90时，保留下来

的翻译对分别是165, 023，148, 605和41, 203。从图 5.7可以看到更多的翻译对会得

到更好的关键词抽取效果。但是，更多的翻译对也会造成更长的词对齐训练时间。

幸运的是，可以看到，即使过滤较多的对，抽取的效果并没有因此下降很多。即

使当δ = 0.9，WAM依然能够达到准确率0.277，召回率0.391，F1值是0.312的较好

效果(当推荐关键词个数M = 2时的评价结果)。但这时相比起δ = 0.01，算法过滤

掉了大约50%的翻译对。

综上对两个参数的分析，说明基于词对齐进行关键词抽取能够有效地建立文

档与关键词之间的映射，并且对参数具有较高的鲁棒性。

5.3.1.3 当标题或摘要不存在的情况

在某些特殊情况下，文档的标题和摘要可能无法获取，那么应当如何构建翻

译对呢？受到基于句子抽取的文档摘要研究的启发 [81,131]，可以在文档内抽取一

句或者多句重要的句子来与文档构建翻译对。基于重要句子抽取的无监督文档摘
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图 5.6 调和因子λ从0.0到1.0变化时的准确率-召回率曲线。
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表 5.2 当推荐M = 2个关键词时，使用两种方法抽取文档一句话来构建翻译对进行基于

词对齐的关键词抽取的准确率、召回率和F1值。

方法 Precision Recall F1-Measure

First 0.290 0.410 0.327±0.013
Importance 0.260 0.367 0.293±0.010

要是自然语言处理中的重要研究任务。在本章，如表 5.2所示，仅采用两种最基本

同时也是最鲁棒的方法抽取关键句子：

1. 选择文档的第一句作为文档的关键句子(在表格中表示为“First”)；

2. 计算每句话与文档的余弦相似度(在表格中表示为“Importance”)。

实验发现一个有趣的现象：利用文档的第一句的效果与前面利用标题的效果

非常接近。这是受到新闻文档一般会在新闻的第一句话概括整个新闻的习惯的影

响。虽然第二种方法的效果没有前者好，但是它的效果依然要比其他的已有方法

要好。更重要的是，如果能够寻找更有效的方式来寻找文档中的关键句子，第二

种方法的效果应该会进一步提高。

5.3.2 关键词生成效果评价

第 5.3.1节在关键词抽取上评价了各种方法的效果，分析了基于词对齐方法的

有效性。实际上，基于词对齐的方法有能力推荐并没有在文档出现的关键词。这

种能力在短文档上尤其有效，因为短文档所包含的文本信息往往极为有限。这里

称这种任务为关关关键键键词词词生生生成成成(keyphrase generation)。为了评价关键词生成上的效果，

接下来选择根据文档的标题来推荐关键词，并且不限制关键词一定要在标题中出

现。该实验的训练过程与 5.3.1一样，都是利用文档与标题构建翻译对进行翻译模

型的训练，但是在测试的时候，仅能够根据文档的标题进行关键词生成。需要注

意的是，LDA和ExpandRank与词对齐方法类似，都能够推荐没有在文档正文出现

的关键词。这里依然使用标题所在的文档所对应的关键词作为标准答案对不同方

法进行评价。在这种情况下，大约有59%的标准关键词没有在标题中出现。

如表 5.3所示，是不同方法在推荐M = 2个关键词的时候的评价结果。对于词

对齐方法，这里仅展示利用“文档-标题”对和分割方法的结果。从该表格可以得

到以下结论：

1. 基于词对齐的方法在关键词生成上的效果明显优于其他方法。更重要的是，

大约有10%的准确推荐的关键词没有在标题中出现，这说明了词对齐方法进

行关键词生成的有效性。

2. TFIDF和TextRank的效果要远逊于表 5.1中关键词抽取的效果，这时因为标
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表 5.3 当推荐M = 2个关键词时，基于词对齐的关键词生成的准确率、召回率和F1值。

方法 Precision Recall F1-Measure

TFIDF 0.105 0.141 0.115±0.004
TextRank 0.107 0.144 0.118±0.005

LDA 0.180 0.256 0.204±0.008
ExpandRank 0.194 0.268 0.216±0.012

WAM 0.296 0.420 0.334±0.009

表 5.4 LDA、ExpandRank和WAM对附录 B新闻文档推荐的排名最高的M = 5个关键词。

LDA 伊朗，美国，谈判，以色列，制裁

ExpandRank 伊朗，以色列，黎巴嫩，美国，以军

WAM 伊朗，动武，以军，以色列，核武器

标准答案 核武器，以色列，伊朗

题太短，没有提供足够多的关键词，也没有提供足够多的选择关键词的统计

信息。

3. LDA，ExpandRank和基于词对齐的方法都与他们关键词抽取的效果保持基

本一致，如表 5.1所示。其中ExpandRank的效果稍有下降。这说明这三种方

法都能够进行关键词生成，但也再次证明基于词对齐方法的优越性。

为了展示词对齐方法进行关键词生成的特点，在表 5.4中列出了LDA、

ExpandRank和词对齐方法对某篇新闻推荐的前5个关键词。该新闻标题是“以

军方称伊朗能造核弹可能据此对伊朗动武”，全文参考附录 B。对该表可以做出

以下结论：

1. LDA倾向于推荐比较常用的词，如“谈判”，“制裁”等与这个主题相关的

常用词。

2. ExpandRank则会推荐出与此主题无关的词，如“黎巴嫩”等。这是由于引

入邻居文档时会同时引入噪音造成的。

3. 基于词对齐的方法能够产生恰当的关键词，比较有效地处理了主题偏移的问

题。更重要的是，该方法能够发现“核武器”这样没有出现在标题中的关键

词。

5.4 利用词对齐技术的社会标签推荐

以上在关键词抽取和关键词生成任务上验证了词对齐技术解决词汇差异的有

效性。不过这两种方法都是在无监督情况下进行的，也就是假设没有人工标注关

键词的训练集合，通过学习文档和标题/摘要的翻译关系无监督地对关键词进行排
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表 5.5 《基督山伯爵》的描述文档和用户标注的标签(括号内是标注该标签的用户个数)。

描描描述述述文文文档档档

标题:《基督山伯爵》

简介: 《基督山伯爵》是法国小说家大仲马（1802－1870）的名著。一

部洋洋一百多万字的小说，居然能让人读得津津有味而不觉冗长，真不

容易。一部表现复仇这一不知重复过多少遍的旧主题的通俗小说，居

然能历时一百多年长销不衰，更不容易。而这两个“不容易”《基督山

伯爵》都做到了，我们不能不叹服大仲马高超的小说艺术，对这部小

说刮目相看。《基督山伯爵》写的是水手邓蒂斯即基督山伯爵对迫害他

的三个仇人――维尔福、邓格拉斯和弗南，这三人后来分别是司法、金

融、政界的头面人物――复仇的故事。由于小说的情节曲折离奇，险象

环生，出乎想象之外，又在情理之中，因此它扣人心弦，让读者难以释

卷，实在不足为怪。另外，三个各异其趣的复仇故事，写的都是对作恶

多端的大人物的胜利，是正义对邪恶的胜利，当然能让经常受气却又

经常无奈的普通百姓颇觉舒畅解气。这部小说除了能为读者提供一个

极好的猎奇机会，更能让他们在白日梦的逍遥中获得了某种复仇的快

感。这样的小说怎能不叫人喜欢呢？社会学色彩浓厚的评论家会说，这

部小说通过写邓蒂斯悲惨经历揭露了法国当时的司法界的黑暗，是一

部进步小说。这当然没错。更看重小说艺术本身的评论家会发现，小说

的情节安排得曲折离奇、跌宕起伏同时又繁而不乱、环环相扣，充分显

示了大仲马作为杰出小说家和剧作家的想象天才和结构能力。从文章

学角度看，这是一部营造得天衣无缝的巨匠之作。

标标标注注注标标标签签签

大仲马(690)，基督山伯爵(474)，小说(439)，外国文学(395)，法国(298)，
名著(248)，经典(240)，外国名著(143)

序。

为了验证主题一致性假设的通用性，这里进一步考察利用词对齐技术进行社

会标签推荐。在社会标签推荐中，会有较多的标注文档，但是由于社会标签系统

中的标注噪音较大，因此存在更严重的词汇差异问题。

表 5.5展示一本书的描述文档和用户标注的标签。社会标签推荐任务如下：给

定一个标签标注集合，需要训练一个标签推荐模型，可以对给定新的文档推荐相

关标签。

5.4.1 利用词对齐技术进行社会标签推荐

利用词对齐进行标签推荐分为三个主要步骤：

79



第 5 章 基于文档与关键词主题一致性的关键词抽取方法

1. 准准准备备备文文文档档档-标标标注注注对对对。给定一个标注集合，首先准备文档-标注对，通过词对齐

技术训练翻译概率模型。

2. 训训训练练练翻翻翻译译译模模模型型型。给定一个文档-标注对的集合，利用IBM Model-1训练翻译

模型，学习文档中词与标签之间的翻译概率。

3. 对对对文文文档档档推推推荐荐荐标标标签签签。当学习得到翻译模型后，给一个新的文档，可以根据该

文档中的词，通过翻译模型对标签进行排序，推荐排序最高的标签。

可以看到与关键词抽取和关键词生成的不同之处在于如何构建文档-标注对来建立

翻译模型：这里面对的是文档和它的标注标签。

在一个标注系统中，对一个对象(如书籍等)所标注的标签有可能多达成千上

万个，也有可能只有寥寥几个。这样，就与对象的描述文档的长度有较大的差别，

因此，准备文档-标注对的任务就是构建长度均衡的文档-标注对，以保证词对齐

模型能够有效地学习翻译概率。

由于一个文档标注的标签没有语法结构等信息，因此，需要对标注标签进行

采样来实现与文档的长度相当。采样是由两个参数来控制的。

第一个参数是采样所以来的标标标签签签权权权重重重。这里采用两种方式来衡量标签的权

重，一种是标签的频度TFt，另外一种是标签的TFIDFt。另外一个参数是采样后，

文档与标注标签的长长长度度度比比比η = |wd |
|wt |，其中|wr|表示文档中的词的个数，而|wt|表示所

标注标签的个数。

5.4.2 强调文档中出现标签的WAM模型(EWAM)

在上面关键词抽取和关键词生成任务中，大部分关键词还是来自于待分析的

文档的。而在社会标签推荐系统中，由于文档和标签的对应关系更加复杂，因此

学习得到的翻译模型会更加倾向于推荐没在文档出现过的标签。而实际上，可能

在文档出现的标签有更高的概率被用户选中作为标签标注，因此，这里提出一种

强调(emphasizing)文档中出现的标签的WAM模型(EWAM)，该方法对每个标签所

计算的重要性如以下公式所示：

Pr(t|d) =
∑
w∈wd

(
γIt(w) + (1 − γ) Pr(t|w)

)
Pr(w|d), (5-4)

其中It(w)是个示性函数(indicator function)，当t = w时，也就是文档中的这个词与

这个标签相同的时候，示性函数取值为1，而当t , w的时候，示性函数取值为0，

而γ则是一个平滑因子，取值范围是[0.0, 1.0]。可以看到，当γ = 1.0的时候，该

方法相当于关键词抽取方法，仅仅依赖这些词在文档中的权重来进行排序；而

当γ = 0.0的时候，该方法就是普通的WAM模型。而当γ取(0.0, 1.0)之间的某个值
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表 5.6 两个数据集合的统计信息。D，W，T，N̄w和N̄t分别表示文档数目，文档中的词

项数目，标签中的词项数目，平均每个文档的单词数目以及平均每个标注的标签数。

Data D W T N̄w N̄t

BOOK 70, 000 174, 748 46, 150 211.6 3.5
BIBTEX 158, 924 91, 277 50, 847 5.8 2.7

时，该方法就在WAM的基础上强调那些在文档中出现的标签，γ越大，对文档中

的标签的强调程度越高。

5.4.3 实验和讨论

5.4.3.1 数据集合和评价指标

实验选取两个真实世界的数据集合验证WAM进行标签推荐的效果。在

表 5.6中给出了这两个数据集合的统计信息。

第一个数据集合，命名为BOOK，是从中国最大的图书评论网站豆瓣网 1⃝抓

取的数据，包含图书的介绍文档以及用户标注的标签。第二个数据集合，命名

为BIBTEX，是从英文的科学文献网站Bibsonomy 2⃝获取的数据。这个数据包含了

学术论文的介绍文档(主要是标题和简介)以及用户标注的标签。与BOOK不同的

是，BIBTEX没有提供一个文档打过某个标签的用户数量信息。

实验采用准确率、召回率和F1值(precision/recall/F1-Measure)来评价不同方法

的性能。实验结果都是在5交叉检验得到的。在实验中，推荐标签的个数M设置

在1到10之间。

5.4.3.2 比较方法

实验选择四种代表算法与WAM进行比较，分别是朴素贝叶斯(Naive

Bayes，NB) [13]，k近邻(k nearest neighborhood，kNN) [13], Content Relevance Mod-

el(CRM) [69]和Tag Allocation Model(TAM) [132]。

NB和kNN是两个分类算法，一般被用来将标签推荐转换为分类方法来解决，

也就是将社会标签看作是分类类别。NB是一个简单的生成模型(generative model)，

用来对给定一个文档d产生某个标签t的概率进行建模Pr(t|d) ∝ Pr(t)
∏

w∈d Pr(w|t)，
其中Pr(t)可以用标注了标签t的比例来估计，而Pr(w|t)则用词w在标注了t的文档中

的频度来估计。kNN则是对给定文档，根据向量空间模型(vector space model)下的

1⃝ http://www.douban.com/。
2⃝ http://www.bibsonomy.org/。该数据可以从http://www.kde.cs.uni-kassel.de/bibsonomy/dumps获取。
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余弦相似度寻找数据集合中最相似的k个文档，获取这些文档所标注的标签，按照

这些标签被标注的频繁程度排序，然后选择排序最高的推荐给给定的文档 [13]。

CRM和TAM是利用主题模型解决标签推荐问题的代表方法。CRM是一个基

于LDA的模型，该方法的核心参数是主题个数K。实验测试了不同主题模型个数

下的CRM的效果，最终选取它表现最好的K = 1, 024下的结果展示。TAM也是一

个产生式模型，将文档中的词作为主题分配给所标注的标签，实验设置的参数与

论文 [132]的相同。

这里比较一下这些方法的复杂度。将CRM，TAM和WAM中的训练的

迭代次 数表示 为I，CRM中的主题 个数 表示为K，那 么在训 练过 程中，

NB的复杂度为O(RN̄wN̄t)， kNN为O(1)(因为不需要训练)，TAM为O(IRN̄wN̄t)，

CRM为O(IKRN̄wN̄t)，而WAM为O(IRN̄wN̄t)。更精确的，WAM的训练过程包括

两部分，准备文档-标注对的复杂度为O(RN̄t)，而词对齐的学习过程复杂度

为O(IRN̄wN̄t)，其中N̄t表示采样后每个文档的平均标签数。而在为一个给定的

文档推荐标签时，假设该文档含有Nw个不同的词项，那么NB复杂度为O(NwT ),

kNN为O(RN̄wN̄t)，CRM为O(IKNwT )，TAM为O(INwT )，而WAM为O(NwT )。从复

杂度分析可以看到，WAM的训练和测试的复杂度都相对较小。稍后将会看

到WAM的标签推荐效果也非常好，这更加凸显了WAM复杂度较小的难能可贵。

5.4.3.3 实验结果和分析

实验仍然采用GIZA++来作为IBM Model-1的实现训练词对齐模型。与其他方

法比较的时候，WAM的参数是，采样时的标签权重为TF-IDFt，长度比为η = 1，

调和因子为λ = 0.5，文档中词的权重为TF-IDFw。稍后分别考察参数对WAM进行

标签推荐的影响。

图 5.8显示了NB，kNN，CRM，TAM和WAM等方法的准确率-召回率曲线图，

曲线上的每个点分别对应推荐不同标签数目时的评价结果。从该图可以观察到：

1. 在两个数据集合上，WAM比其他所有方法表现都好。这说明WAM除了在关

键词抽取、关键词生成上表现优秀外，在社会标签推荐上也表现出了较大的

优势。这说明基于“文档-关键词主题一致性”的假设在标签推荐上也是成

立了，也证明了词对齐模型的有效性。

2. WAM在BOOK数据集合上的优势更加明显，这说明WAM能够更好地利用

标签的标注次数信息，而其他方法则不能。此外，BIBTEX的文档长度较

短，也在一定程度上限制了不同方法能力的发挥。但即使是在BIBTEX上，

WAM依然能够表现优良，尤其是当推荐前几个标签的时候，这往往是标签
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表 5.7 NB，kNN，CRM，TAM和WAM在BOOK数据集合上推荐M = 3个标签时的效果

比较。

方法 Precision Recall F1-Measure

NB 0.271 0.302 0.247 ± 0.004
kNN 0.280 0.314 0.258 ± 0.002
CRM 0.292 0.323 0.266 ± 0.004
TAM 0.310 0.344 0.283 ± 0.001

WAM 0.368 0.452 0.355 ± 0.002

表 5.8 对例子 5.5，NB，kNN，CRM，TAM和WAM推荐的标签情况。

kNN 小说，刘恒，文化生活译丛，记忆，最小说，小言，

柯艾，青春，围棋

NB 外国文学，文学，历史，日本，经典，法国，哲学，

美国，传记

CRM 外国文学，文学，传记，哲学，文化，法国，英国，

漫画，历史

TAM 小说，社会学，金融，外国文学，法国，文学，传记，

法国文学，漫画，中国

WAM 小说，大仲马，历史，基督山伯爵，外国文学，传记，

悬疑，漫画，美国，法国

推荐更加看重的部分。

为了更好地展示WAM的效果，在表 5.7中列出了不同方法在BOOK数据集合

上推荐M = 3个标签时的准确率、召回率和F1值。之所以选择这个数值，是因为

在BOOK数据集上每个文档平均的标签数为3。而实际上WAM在推荐M = 2的时候

表现最优，此时的F1值为0.370，远高于CRM的0.263和TAM的0.277。

在表 5.8中给出了NB，kNN，CRM，TAM和WAM所推荐的前10个标签。可以

看到kNN由于无法找到适合的最近邻，因此推荐出来的标签基本无法理解；NB可

以推荐出一些相关的标签，但基本都是特别常见的标签；而CRM和TAM与NB的

效果类似。WAM的效果最好，可以发现WAM既能够推荐比较粗粒度的标签，如

“小说”，“历史”，“外国文学”等，也会推荐出“大仲马”和“基督山伯爵”这

样与这本书相关的细粒度的标签。这能够保证WAM更好地满足用户标注的需求。

在表 5.9中列出了表 5.5的文档中最重要的四个词及其他们对应的翻译概率最

高的若干标签。在每个标签后的括号中的数值是该标签的翻译概率Pr(t|w)，对于

每个词，仅列出翻译概率高于0.1的标签。可以看到这些翻译概率能够有效地按照

词与标签的语义相似度将文档和标签建立映射关系。
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图 5.8 NB，kNN，CRM，TAM和WAM在两个数据上的效果比较。
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表 5.9 在表 5.5中的文档中最重要的四个词及其对应的翻译概率最高的若干标签示例。

基基基督督督山山山伯伯伯爵爵爵 基督山伯爵(0.728)，大仲马(0.270)，. . .

大大大仲仲仲马马马 大仲马(0.966)，. . .

复复复仇仇仇 外国文学(0.168)，经典(0.130)，传记文学(0.123)，大

仲马(0.122)，. . .

法法法国国国 法国(0.99)，. . .

表 5.10 当在BOOK上推荐M = 3个标签的时候，采样采用不同的标签权重的影响。

Weighting Precision Recall F1-Measure

TFt 0.356 0.437 0.342 ± 0.002
TF-IRFt 0.368 0.452 0.355 ± 0.002

5.4.3.4 参数的影响

这里将考察不同参数对WAM进行标签推荐的影响。这些参数包括：调和因

子，文档-标注长度比，抽样标签权重类型，等。当考察某个参数的时候，设其

他的参数都取最优结果时的设置。最后，还将考察不同大小训练集合对算法效

果的影响。实验发现WAM在两个数据上表现出类似的趋势，因此这里仅展示

在BOOK数据集合上的参数变化的影响。

图 5.9展 示 了 在BOOK数 据 上， 调 和 因 子λ从0.1到1.0变 化 的 时 候，

WAM的F1值随着推荐标签数的变化情况。如在关键词抽取中的公式(5-3)所示，

调和因子控制了Prd2a和Pra2d的影响。

从图 5.9可以观察到，在社会标签推荐任务上，无论是单单哪个方向上的翻译

模型都无法取得最好的效果。只有当两者经过调和之后，当调和因子在0.2和0.6之

间的时候，标签推荐能够达到最好的效果。这虽然与关键词抽取上观察的效果有

所不同，但也看到，即使是利用单方向上的翻译模型进行标签推荐，仍然能够达

到较好的效果。

图 5.10显示了文档-标注长度比在BOOK数据集合上的影响。从这个图可以

看到，标签推荐的性能对长度比的变化较为鲁棒，除了当η = 10的时候，因

为GIZA++默认接受的长度比范围是[1
9 , 9]，所以当η = 10的时候，GIZA++会切断

过长的部分从而导致推荐效果变差。

表 5.10展示了当在BOOK上推荐M = 3个标签的时候，采样采用不同的标签权

重的影响。由于TF-IDFt倾向于选择语义专注于该文档的词，而不仅仅是常用词，

所以它的表现要比TFt优秀。

实验还考察了不同大小的训练集合对算法效果的影响。图 5.11显示了
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图 5.9 当在BOOK数据上，调和因子λ从0.1到1.0变化的时候，WAM的F1值随着推荐标签

数的变化。

在BOOK数据集合上，当训练集合从8, 000增长到56, 000时的准确率-召回率曲线

图的变化情况。从该图可以观察到：

1. 当训练集合较小的时候(如8, 000)，WAM就能够获得不错的推荐效果。

2. 随着训练集合的增大，推荐效果也逐渐变好，但是变好的速度逐渐放慢。这

表明WAM并不需要太大的训练集合就能够达到不错的效果。

5.4.3.5 EWAM的效果

最后，实验考察了EWAM对标签推荐的效果。EWAM在BOOK和BIBTEX上

表现了不同的变化。在BOOK数据集合上，EWAM的准确率、召回率和F1值分

别为0.385，0.472和0.371 ± 0.001，比WAM的效果有较大提高。而在BIBTEX上，

EWAM的效果则发生了下降，其F1值只有0.229。这表明，EWAM不是一个普适的

策略。在BIBTEX上效果之所以变差的原因可能是，BIBTEX的文档较短，无法有

效地确定应当强调哪些标签，这样会导致强调了错误的标签，从而把本来正确推

荐的标签排除在外了。

该实验的结论是：必须在合适的情形下才能强调文档出现的标签。目前来看，
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图 5.10 当在BOOK数据上，文档-标注长度比η从10/1到1/5变化的时候，WAM的F1值随

着推荐标签数的变化。

至少需要文档能够提供足够的信息正确决定要强调的标签。

5.5 本章小结

本章提出文档和关键词之间的词汇差异问题。针对这个挑战，本章提出了基

于文档与关键词主题一致性的假设，并以此为前提，提出采用统计机器翻译中的

词对齐模型来建立文档中的词和关键词之间的语义关系，并以此为基础进行关键

词抽取、关键词生成和标签推荐。在关键词抽取、关键词生成和社会标签推荐等

任务上的实验验证了该假设，并证明了基于词对齐模型能够有效地在文档和关键

词之间建立语义映射，有助于解决词汇差异问题。
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第 6章 微博关键词抽取原型系统设计与实现

在前面几章，本文深入研究了基于文档主题结构的关键词抽取方法，在相应

的通用测试数据集合（新闻或者学术论文）上取得了较好效果。本章将综合已有

研究经验和成果，在具体的应用环境中设计并实现一个实用的关键词抽取原型。

最近，以Twitter(http://twitter.com)和新浪微博(http://t.sina.com.cn)为代表的微

型博客(micro-blog，简称微博)成为热门Web2.0应用。相比起博客(blog)，用户发表

的每一条微博都有长度限制，如Twitter要求140个英文字母，新浪微博要求140个

汉字。由于发表微博快捷便利，微博逐渐成为用户分享和获取信息、发表观点和

交流思想的重要方式。微博贴近人们生活，因此微博内容也在一定程度上反映了

用户的兴趣。

本章提出微博关键词抽取(keyword extraction for micro-blogs)的任务。该任务

的输入是一个查询，这个查询可能是用户ID、主题词或者一个用户关注的好友列

表等；输出则是这个查询所返回的微博集合的关键词。其应用价值在于：

• 当输入是一个用户的ID时，可以获取这个用户最近发表的N条微博，这些微

博反映了该用户在最近一段时间的兴趣。通过对这些微博进行关键词抽取，

就可以得到该用户的关键词，在一定程度上能够表达用户的兴趣。利用这些

关键词，可以为用户推荐新闻、好友甚至广告等信息，从而提高用户访问微

博的体验。

• 当输入是一个主题词时，可以获取微博系统中与该主题相关的N条微博，这

些微博反映了用户在讨论该主题的时候主要讨论什么内容。通过对这些微博

进行关键词抽取，就可以得到这些讨论的主要方面和角度，方便用户快速获

取他们感兴趣的内容。

• 当输入是一个用户关注的好友列表时，可以对这些用户最近发表的N条微博

进行关键词抽取，从而方便用户快速了解他/她的好友最近都在讨论什么话

题。

总之，利用关键词抽取可以有效地发现用户兴趣，并以此为基础研制各种应用，

提高用户使用的体验和获取信息的效率。
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6.1 微博关键词抽取原型系统

6.1.1 系统框架和设计思路

与其他“用户原创内容”(user generated content)的应用类似，微博内容具有

海量、异构和多变等重要特点。这些特点要求一个实用的微博关键词抽取系统应

当具有较强的处理新词的能力。同时，由于微博具有很强的时效性，因此需要在

系统中考虑到每条微博会随时间有不同的权重。

由于新浪微博是目前国内最大的微博系统，并且为开发者提供了丰富

的API接口获取用户微博，因此本章选择新浪微博作为微博关键词抽取原型系统

的开发平台。图 6.1展示了微博关键词抽取原型系统的框架。如图 6.1所示，微博

关键词抽取流程由以下几步组成：

1. 根据输入查询通过新浪API获取微博集合；

2. 利用中文分词系统对微博进行分词；

3. 利用微博权重分析系统和单词权重分析系统计算微博中每个词的权重；

4. 采用第5章的方法，利用翻译概率模型产生微博集合的关键词列表；

5. 利用可视化系统将关键词列表进行可视化，并输出为关键词可视化图片呈现

给用户。

在该原型系统中，有两部分进行了特殊设计：

• 中文分词系统需要有实时更新分词词表的机制。这样分词系统就能够

较快地、准确地将新词分出来，而不会将其割裂开来从而造成关键词抽

取错误。这里选取搜狗输入法网络新词词典(http://pinyin.sogou.com/dict/)、

百 度 热 门 查 询 词 榜 单(http://top.baidu.com/)和 新 浪 微 博 热 门 标

签(http://weibo.com/pub/top)等作为获取新词的来源，不断更新分词词表。

• 翻译概率模型需要不断增加新的翻译对，训练能够及时反映用户兴趣的翻译

模型。这里以各新闻网站的新闻“标题-正文”对和搜索引擎的查询日志中

的“查询词-点击网页”对作为新增翻译对来源。

这两个模块的实时更新机制保证了微博关键词抽取系统能够“与时俱进”，抽取

更能代表用户兴趣的关键词。下面分别介绍系统中的几个重要模块。

6.1.2 新浪微博API

新浪微博为开发者提供了丰富的API接口(http://open.weibo.com/)获取用户信

息和微博内容。微博关键词抽取系统主要使用新浪微博API接口中的以下两组接

口：
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图 6.1 微博关键词抽取原型系统框架。
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• 下行数据集(Timeline)接口。用来获取给定用户(user timeline)，给定主题

词(trends)，或者给定用户的好友列表(friends timeline)所发表的微博集合。

• 微博访问(Statuses)接口。用来将产生的关键词可视化图片作为一条微博发布

到用户微博中(upload)。

6.1.3 中文分词系统

这里采用的中文分词系统以清华大学自然语言处理组开发的高效中文分词

系统 [133]为基础，增加了新词词表的动态更新模块。该分词系统采用简单的产

生式模型，在保证分词精度的同时(在SIGHAN 2005 MSRA语料库上F值只比评测

中最好的结果低0.001)，分词速度实现较大提高，单机单线程分词速度达到每

秒100到200万字。

该系统能够从外部加载新词词表，这里新词来源分别为：搜狗输入法网络新

词词典、百度热门查询词榜单和和新浪微博热门标签。未来还可以增加更多的新

词来源，如百度百科词条和社会化标签系统中的标签，等。

6.1.4 微博权重分析系统

这里微博权重分析方法将主要考虑时间因素。一个直观的假设是用户当前的

兴趣与最近发表的微博更为相关，而与较为久远的微博相关程度较低。给定一

个查询q，设返回微博集合为Dq = d1, . . . , dN，其中每条微博dn都有一个时间戳sn。

假设查询发生时间为s，可以定义微博dn的权重为：

Pr(dn|q) =
1

exp(s − sn)
(6-1)

其物理意义是，给定查询q及其查询时间s，距离当前时间越远的微博权重越小。

除了时间因素之外，一条微博的权重还应与该微博被转发的次数等有密切关

系。更细致地考虑微博权重将在未来工作中逐渐完善。

6.1.5 单词权重分析系统

根据第5章方法，需要估计文档中每个词的权重Pr(w|d)，这部分工作由“单

词权重分析系统”来完成。第5章采取了归一化TFIDF来度量Pr(w|d)。在实验中，

也尝试过TextRank、LDA以及第4章的TPR来度量单词权重，但是与TFIDF相比

优势并不显著。考虑到TPR等技术计算复杂度较高，因此这里仍然采用归一

化TFIDF计算单词权重。
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6.1.6 翻译概率模型

如第5章，这里的翻译概率模型采用IBM Model-1进行训练。考虑到微博关键

词抽取的实时性要求，这里对IBM Model-1进行改进，使之允许随时加入新翻译

对来进行训练，从而使翻译模型能够“与时俱进”。这里以各新闻网站的新闻

“标题-正文”对和搜索引擎查询日志中的“查询词-点击网页”对作为新增翻译对

来源。

综上，给定查询q，可以按照以下公式计算关键词的重要性，并对其进行排

序：

Pr(p|q) =
∑
t∈p

∑
dn∈Dq

∑
w∈dn

Pr(t|w) Pr(w|dn) Pr(dn|q) (6-2)

接下来，需要将关键词排序列表输入到可视化系统进行可视化。

6.1.7 可视化系统

为了提高用户使用微博关键词抽取系统的用户体验，本章使用Wordle技

术 [110] 1⃝对抽取关键词进行可视化。本章选用了开源工具PyTagCloud 2⃝实

现Wordle技术。

6.2 系统应用效果

本节将主要介绍微博关键词原型系统的应用效果。目前该系统提供四个功

能：

• “我的微博关键词”，用来产生使用该系统的用户自身的微博关键词，通过

抓取用户发表的最近200条微博进行分析。

• “Ta的微博关键词”，允许用户指定想要了解用户的昵称，通过抓取输入昵

称的用户发表的最近200条微博进行分析。

• “主题的微博关键词”，允许用户输入主题词，通过抓取与该主题相关的最

近50条微博进行分析。

• “好友的微博关键词”，用来产生使用该系统的用户好友们的微博关键词，

通过抓取用户好友在一段时间内(如1个小时内，由用户指定)的微博进行分

析。

1⃝ 可以通过http://wordle.net/访问。

2⃝ 该开源软件可通过https://github.com/PaulKlinger/PyTagCloud访问。
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6.2.1 微博关键词可视化示例

这里几个微博关键词可视化图片示例来展示关键词抽取效果。图 6.2、

图 6.3和图 6.4分别显示了该博士论文作者刘知远、清华大学马少平老师以及该博

士论文导师孙茂松老师的微博关键词。马少平老师的主要研究方向是信息检索和

搜索引擎，而孙茂松老师的主要研究方向是自然语言处理。可以看到，系统能够

较好地反映用户的兴趣，包括个人爱好和研究兴趣等。

图 6.2 刘知远(http://weibo.com/zibuyu9)的微博关键词。

图 6.5和图 6.6则显示了微软亚洲研究院官方微博和清华大学百年校庆官方微

博的关键词。从图中也可以看到所抽取的关键词能够较好地反映微博主题。

图 6.7和图 6.8显示了刘知远的好友分别在2011年5月25日18:40前1个小时内

和2011年5月22日11:07前1个小时内的微博关键词。可以看到，微博关键词抽取系

统能够较好地获取多变的微博内容主题。

图 6.9显示了主题词“IBM”的微博关键词。能够看出这些关键词与对应的主

题词有较大联系。不过由于新浪微博API为主题词提供的最大返回微博数仅为50，

因此相比起其他几个功能，“主题的微博关键词”可视化效果相对较差。

6.2.2 系统应用统计数据

微博关键词抽取系统以新浪微博应用(Sina Weibo App, SWA)的形式上线，用

户通过授权给该应用，可以利用系统进行关键词分析。该应用的名称为“围脖关

键词”。
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图 6.3 马少平老师(http://weibo.com/thumsp)的微博关键词。

图 6.4 孙茂松老师(http://weibo.com/1970879995)的微博关键词。

该应用在2011年5月25日通过新浪微博应用审核。从通过审核到5月29日，新

浪微博提供的应用使用情况数据如表 6.1所示。从该表格可以看到，从5月26日

到5月29日，应用以每天2万用户左右的速度快速增长。到5月30日凌晨，应用的累

积用户数已达8万人，接口调用总次数超过100万次。考虑到目前运行该系统服务

器有限的计算能力，这些统计数据充分表明微博关键词抽取原型系统能够有效抽

取关键词，受到广大微博用户的认可。
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图 6.5 微软亚洲研究院(http://weibo.com/msra)的微博关键词。

图 6.6 清华大学百年校庆(http://weibo.com/tsinghua100)的微博关键词。

6.3 本章小结

本章根据已有研究工作经验和方法(主要是第5章方法)，在新浪微博平台上设

计并实现了微博关键词抽取原型系统。该系统的设计考虑了微博数据海量、异构、

多变的特点，能够动态更新用于中文分词的新词词表和用于训练翻译概率模型的

翻译对。另外，该系统也初步考虑了微博应当随时间而有不同的权重，使抽取的

关键词能够更好地表达用户当前的兴趣。该系统上线后的用户统计数据表明，本
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图 6.7 刘知远的好友在2011年5月25日18:40前1个小时内的微博关键词。

图 6.8 刘知远的好友在2011年5月22日11:07前1个小时内的微博关键词。

文所进行的基于文档主题结构的关键词抽取研究能够较好地适应Web用户需求。

目前该系统仍然是一个原型系统，距离成为一个成熟的技术产品还有许多需

要完善的地方。很多微博用户也对该系统提出了各种有益的意见和建议。例如，

目前的可视化是以图片的形式输出的，缺乏用户交互机制。作为未来工作，需要

设计一个具有良好交互能力的可视化界面，如利用HTML5技术进行可视化，使用

户能够点击感兴趣的关键词，搜索和浏览包含该关键词的微博。
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图 6.9 主题词“IBM”的微博关键词。

表 6.1 微博关键词原型系统使用情况。

时间 使用用户数 新增用户数 接口调用数

2011年5月25日 526 501 15,201
2011年5月26日 24,047 23,964 274,089
2011年5月27日 22,826 21,043 260,023
2011年5月28日 19,599 17,448 237,878
2011年5月29日 24,273 21,381 303,315

总结 91,271 84,337 1,090,506

98



第 7 章 总结与展望

第 7章 总结与展望

关键词是快速获取文档主题的重要方法，在信息检索和自然语言处理等领域

均有重要应用。传统的方法仅依靠词汇的统计信息进行推荐，没有考虑文档主题

结构对关键词抽取的影响。本文主要研究考虑文档主题结构的关键词抽取方法。

本文针对文档主题结构在关键词抽取中的重要作用，从四个方面提出考虑文档主

题结构的关键词抽取方法：基于文档内部信息构建主题的关键词抽取，基于隐含

主题模型构建主题的关键词抽取，综合利用隐含主题模型和文档结构的关键词抽

取，以及基于文档与关键词主题一致性的关键词抽取。因此，本文的主要贡献可

以从这四个方面来总结。

7.1 论文的主要贡献

首先，提出基于文档内部信息，利用文档的词聚类算法构建文档主题，进行

关键词抽取。该方法仅依靠文档内部信息，通过度量文档中词与词之间的相似度，

利用聚类的方法构建文档主题，并根据不同主题在文档中的重要性，进行关键词

抽取。实验证明，该方法能够在一定程度上发现文档主要话题，并抽取出与文档

主题相关的关键词，提高了关键词对文档主题的覆盖度。

其次，提出基于文档外部信息，利用隐含主题模型构建文档主题，进行关键

词抽取。该方法针对基于文档内部信息通过聚类算法进行关键词抽取受限于文档

提供信息不足的缺点，提出利用机器学习算法中广泛使用的隐含主题模型构建文

档主题，进行关键词抽取。并针对隐含主题模型训练速度较慢的瓶颈，提出了一

种高效的并行隐含主题模型。实验证明，该方法能够更好地构建文档主题，并有

效抽取关键词。

再次，提出综合利用隐含主题模型和文档结构信息，进行关键词抽取。该方

法针对隐含主题模型无法考虑文档结构信息的缺点，提出综合利用隐含主题模型

和文档结构信息的方法：基于主题的随机游走模型，进行关键词抽取。该方法一

方面能够通过隐含主题模型构建文档主题，同时能够通过文档图的随机游走模型

考虑文档结构为关键词抽取提供信息，实验证明，该方法能够综合隐含主题模型

和文档结构信息进行关键词抽取的优势，有效抽取关键词。

最后，基于文档与关键词主题一致性的前提，提出基于机器翻译模型的关键

词抽取方法。该方法针对文档和关键词之间存在较大词汇差异的问题，基于文档
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和关键词主题一致性的前提，提出利用机器翻译中的词对齐模型计算文档中的词

到关键词的翻译概率，然后进行关键词抽取。实验证明该方法能够有效的建立文

档词汇与关键词之间的语义联系，有效的推荐关键词。

7.2 工作展望

展望未来，关键词抽取研究还有很多工作需要完成。这里总结以下亟待探索

的研究方向和路线：

1. 在中文关键词抽取方面还有很多中文独特的问题需要处理，如中文自动分

词等。针对典型Web应用环境（如社会新闻、科技新闻、博客、论文、评论

等），研究在自动分词必然存在一定错误的条件下从中文文本中比较准确地

提取候选关键词的算法，综合考虑候选关键词内部结合的紧密程度及其上下

文决定的独立程度相结合，分词与字的N-gram相结合，局部统计量和全局

统计量相结合的“三结合”因素, 并探讨词法、句法、语义等多层次信息主

要以统计形式应用于Web文本候选关键词提取中的现实性。

2. 研究词语粒度对关键词提取的影响及其分析算法，考察多个不同粒度的词语

关于此任务的一般配组规律与取舍原则。

3. 从篇章连贯性、主题分布等角度考察并分析关键词与文本结构（如文本标

题、首段落、尾段落、句群等）之间的联系，研究融入了“显性”文本结构

与“隐性”文本结构的关键词提取算法, 以及所提取关键词的数量及构成与

文本长短、类型、内容之间的关系。

4. 研究Web环境下受控词表的及时扩充和更新算法，一方面充分利用维基百科

之类的开放资源，另一方面充分利用用户日志、社会标注等资源。

5. 对社会标签集合的歧义现象进行大规模的考察，研究在关键词自动标注条件

下的标签歧义消解算法。

6. 研究适合于大规模受控词表的关键词分配算法，在高频词的高覆盖性与低频

词的高区分性之间寻找合适的平衡点。

7. 研究关键词抽取与关键词分配相结合的关键词自动标注算法，能够根据文本

类型及其文本结构信息，自动确定两种来源的候选关键词的混合方式及混合

比例。

8. 从社会网络计算的角度对社会标签集合的各种性质进行全面考察，通过自动

发现社会标签之间的各种关联，研究有效组织大规模社会标签的算法，进一

步地，将“标签云”表示演变为“标签森林”表示，从而有效提高社会标签
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集合的整体表达能力。

9. 研究中文社会标签推荐的动力学演化过程，从多个角度(如关于空间、时间

的动态稳定性、变化率等)对其进行定量描述与分析，并试图揭示隐含于这

个动力学过程中的语言学、社会学等方面的规律，提出一种基于时间动力学

模型的中文关键词标注算法。

10. 在集成和融合上述研究成果的基础上，设计并实现一个针对大规模Web中文

文本的关键词自动标注系统。

总之，关键词和标签反映了人们的兴趣，随着时间有着剧烈的演化。因此关

键词标注和标签推荐是发现用户兴趣、分析趋势、发现热点的重要工具。通过解

决上述问题，最终可以建立一个完整的关键词标注和标签推荐系统，并以此为基

础构建兴趣发现、趋势和热点检测、以及关键词和标签可视化系统。这无论对信

息社会的发展、互联网商业模式，还是对研究人类文化演变都具有重要而深远的

意义。本文认为，这是综合运用并检验关键词标注和标签推荐有效性的非常合适

的应用任务。由上可见，针对关键词标注和标签推荐的研究，无论是在理论研究

方面，还是在关键应用技术研究方面，都极具前瞻性的探索空间，本文只是对其

中的两个重要挑战进行了研究，还有很多研究问题值得进行深入而富有开创性的

探索。
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标标标题题题

Arafat Says U.S. Threatening to Kill PLO Officials

正正正文文文

Yasser Arafat on Tuesday accused the United States of threatening to kill PLO offi-

cials if Palestinian guerrillas attack American targets.

The United States denied the accusation.

The State Department said in Washington that it had received reports the PLO might

target Americans because of alleged U.S. involvement in the assassination of Khalil

Wazir, the PLO’s second in command.

Wazir was slain April 16 during a raid on his house near Tunis, Tunisia. Israeli

officials who spoke on condition they not be identified said an Israeli squad carried out

the assassination.

There have been accusations by the PLO that the United States knew about and

approved plans for slaying Wazir.

Arafat, the Palestine Liberation Organization leader, claimed the threat to kill P-

LO officials was made in a U.S. government document the PLO obtained from an Arab

government. He refused to identify the government.

In Washington, Assistant Secretary of State Richard Murphy denied Arafat’s accu-

sation that the United States threatened PLO officials.

State Department spokesman Charles Redman said the United States has been in

touch with a number of Middle Eastern countries about possible PLO attacks against

American citizens and facilities.

He added that Arafat’s interpretation of those contacts was “entirely without foun-

dation.”

Arafat spoke at a news conference in his heavily guarded villa in Baghdad, where

extra security guards have been deployed. He said security also was being augmented at

PLO offices around the Arab world following the alleged threat.
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He produced a photocopy of the alleged document. It appeared to be part of a longer

document with the word “CONFIDENTIAL” stamped at the bottom.

The document, which was typewritten in English, referred to Wazir by his code

name, Abu Jihad. It read:

“You may be aware of charges in several Middle Eastern and particulary Palestinian

circles that the U.S. knew of and approved Abu Jihad’s assassination.

“On April 18th (a) State Department spokesman said that the United States ‘con-

demns this act of political assassination,’ ‘had no knowledge of’ and ‘was not involved in

any way in this assassination.

“It has come to our attention that the PLO leader Yasser Arafat may have personal-

ly approved a series of terrorist attacks against American citizens and facilities abroad,

possibly in retaliation for last month’s assassination of Abu Jihad.

“Any possible targeting of American personnel and facilities in retaliation for Abu

Jihad’s assassination would be totally reprehensible and unjustified. We would hold the

PLO responsible for any such attacks.”

Arafat said the document “reveals the U.S. administration is planning, in full coop-

eration with the Israelis, to conduct a crusade of terrorist attacks and then to blame the

PLO for them.

“These attacks will then be used to justify the assassination of PLO leaders.”

He strongly denied that the PLO planned any such attacks.
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标标标题题题

以军方称伊朗能造核弹可能据此对伊朗动武

摘摘摘要要要

核心提示：以色列军方情报负责人Maj-Gen Amos Yadlin称，伊朗目前可以建

造一颗核弹，并且不久将有充足的浓缩铀来造第二颗核弹。这与美国中情局和国

际原子能机构之前的判断一致。这名负责人的言论十分重要，因为以色列不会排

除采取军事行动以防止伊朗开发核武器。

正正正文文文

环球时报-环球网11月4日报道以色列军方情报负责人表示，伊朗目前有足够

的浓缩铀，可以建造一颗核弹，并且不久将有充足的浓缩铀来造第二颗核弹。

据英国《每日电讯报》3日报道，以色列军方情报负责人Maj-Gen Amos

Yadlin在对以色列议会外交关系与国防委员会所作的证词中做出了上述言论，这

与美国中情局和国际原子能机构之前的判断一致。

报道称，这名负责人的言论十分重要，因为怀疑伊朗核开发项目的以色列不

会排除采取军事行动以防止伊朗开发核武器。
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个人简历

1984 年 11 月 01 日出生于山东省新泰市。

2002 年 9 月考入清华大学计算机科学与技术系计算机科学与技术专业，2006

年 7 月本科毕业并获得工学学士学位。

2006 年 9 月免试进入清华大学计算机科学与技术系攻读博士学位至今。
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